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Markov控制过程基于单个样本轨道的在线优化算法 

唐 昊，奚宏生，殷保群 
(中国科学技术大学 自动化系，合肥 230o26) 

摘要 ：在 Markov性能势理论基础上 ，研究 了 Markov控制过程的性 能优化算法 ．不 同于传统 的基于计算 的方 

法，文中的算法是根据单个样本轨道的仿真来估计性能指标关于策略参数的梯度，以寻找最优(或次优)随机平稳 

策略 ．由于可根据不同实际系统的特征来选择适当的算法参数 ，因此它能满足不同实际工程 系统在线优化 的需要 ． 

最后简要分析了这些算法在一个无限长的样本轨道上以概率 1的收敛性 ，并给出了一个三．状态受控 Markov过程 

的数值实例 ． 
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On-line optimization algorithm for M arkov control processes 

based on a single sam ple path 

TANG Hao，XI Hong-sheng，YIN Bao-qun 

(Depmmaent ofAutomation，China University ofScivnce and Technology，Hefei 230026，China) 

Abstract．-Based On the theory of Markov performance potentials，this paper studies a performance optimization algorithm 

for Markov conlrol processes．Different from the traditional computation-based approaches，this algorithm could estimate the 

gradients of performance with respect to the policy parameters by simulating a single sample path，and look for all op~nal(or 

suboptima1)randomized stationary policy．The algorithm provided here could sa~sfy the needs of on-line optimiTafion of many 

different real-world engineering systems，because we Call select suitable parameters in the algorithm according to the plDp~'ties 

of a real system．Finally，the convergence ofthe algorithm with probability 0ne Oil al'l infiifite sample pathis considered。and a 

numerical example for a three-state conlrolled Markov chain is provided． 
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1 引言(Introduction) 

实际 中的很 多 随机 决策 问题 都可模 型化 为 

／VIal'kov控制 过程 (Markov control process，MCP)或 

／VIal'kov决策过程(瑚)P)，其性能优化问题和灵敏度 

分析已逐渐成为离散事件动态系统(DⅡ)S)领域的 

一 个重要研究方向．但是对于具有大规模状态空间 

或状态转移矩阵元素不完全可知的实际系统，一般 

很难通过直接计算来获得最优策略和灵敏度公式． 

曹希仁教授和陈翰馥教授等人在文献[1，2]中通过 

引进 Markov势理论和实现因子概念而提出的性能 

灵敏度分析方法则较好地解决 了这类系统的灵敏度 

分析问题，并在我们的最近工作中得到了进一步推 

广和应用 ’5J．这种方法也可被用来解决一些特殊 

Markov系统的性能优化问题 6，本文就是针对一类 

／VIarkov遍历链 ，采用 Markov性能势理论 ，并基于单 

个样本轨道和神经元网络表示的参数化随机平稳策 

略，导出了适合于 MCP性能优化的一般算法 ，同时 

简要分析了其收敛性 ．文 中给出的算法也可被看作 

文献[7]中有关 ／VIarkov报酬过程(MRP)的结果在 

MCP性能优化中的推广应用，其优 点在于，可针对 

不同的系统选择不同的算法参数，定时更新 网络权 

系数，以寻找最优随机平稳策略对应的权系数，而且 

在样本轨道的仿真过程中需要记录的信息量较少 ， 

因而能适应具体的实际工程系统在线优化的需要 ． 
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2 问题描述和 Markov性能势(Problem de． 

scription and Markov performance p0tentia1s) 

2．1 MCP基于随机平稳策略的平均代价(Average- 

cost of MCPs based on randomized stationary poli- 

cies) 

考虑离散时间Markov遍历链 {Xn，n≥0}，具有 

有限状态空间 ：{1，2，⋯， }和有限行动空间 A． 

对 V口E A，记[P (口)] 1 igl是以在行动口驱动 
下的状态转移概率矩阵， a)=(f(1，a)，⋯， ， 

a)) 是定义在 A上的性能函数向量．现假设任意策 

略参数向量 =( l， 2，⋯， )∈@c 都决定了 

唯一一个随机平稳策略 q( )，则记全体参数化随机 

平稳策略集为 9={q(0)I ∈@}．在给定的随机 

策略 q(0)作用下，记 q。(i，0)E [0，1]为在状态 i 

选择行动 口∈ A的概率，且 q。(i，0)=1．即 Q中 

的每一元素 q( )都 表示一概率分布 q(0)： 一 

P(A)，其中 P(A)是行动空 间上 的概率分布集．由 

于人工神经元网络具有较强 的函数逼近能力 ，一般 

可用一个 多层感 知 器 (MLP)或 径 向基 函数 网络 

(RBFN)来构造 q(0)，如构造 Softmax函数 

)= ∈ qS,a E 

这里 Fa(i，0)是网络的输出，状态 一行动对 (i，a)为 

网络的输入，策略参数 即为相应的网络权系数向量． 

显然，q。(i，0)服从序列{Fa(i，0)，a E A}的Gibbs分 

布，且给定一个网络权值就给定一个随机策略． 

Markov过程在 q( )作用下的状态转移概率和 

期望性能函数为 

P (0)= q。(i，O)p (口)， 

i，0)= q。(i， ) i，口)，Vi,j E ． 

(2．1) 

记厂(0)=( 1，0)， 2，0)，⋯， ， )) ，P(0)= 

[P (0)] l I l，我们称 = (Xn， ，A，P(0)， 

厂( ))为约束在 @上的离散时间Markov控制过程 ． 

设 的稳态概率向量为丌( )=(丌(1， )，⋯，丌(M， 

))，则有 

丌(0)e=1，P(0)e=e，丌(0)P(0)=丌( )． 

(2．2) 

其中，e：(1，1，⋯，1) 是 维列向量．可定义 关 

于参数向量 的平均代价性能指标为 

( )=牌Ei ∑ 以， )j=丌( ) )． 
n=O 

(2．3) 

在 Markov控制过程 中，状态转移规律与控 

制决策选用的行动方案相互作用决定了状态过程的 

演化 ，我们的目的是要选择一控制决策方案，使过程 

在性能代价准则下达到最优 的运行效果 ．首先有下 

列假设． 

假设 2．1 

1)对 V i E ，a E A，函数 q。(i，0)关于 两 

次可微，且一阶和二阶导数有界． 

2)对 V i E ，a E A，0 E @，都存在一个有界 

的函数向量 L。(i，0)，使得 

V q。(i，0)=q。(i，0)L。(i，0)． (2．4) 

文中，符号“V”表示关于参数向量 的梯度 ． 

3)记 为集合{P(0)I ∈@}的闭包，相应于 

P中的每一个元素的 Markov链均是遍历的． 

2．2 Markov性能势(Ma．rkov performance potentials) 

对任意给定的 ∈@，我们定义 Mal'kov过程 

的 Poisson方程为 

(，一P(0)+e7r(0))g(0)=f(0)． (2．5) 

它的一个解向量为 

g(0)=(，一P(0)+e7r(0)) 0)．(2．6) 

定义 2．1 对任意参数向量 ∈ @，称 g(0)+ 

ec为 Ma~ov控制过程 的平均代价性能势 向量 ． 

它的第 i个分量为gf(0)+c，其 中 c是任意常数 ． 

Markov控制过程 在状态i的性能势可由下式 

给出[ · ] 

r一1 

g(i， )= 以， )I X0= ]一nT(o)1． 

(2．7) 

定义实现因子 d ，为[1,2] 

d (0)=g(J，0)一g(i，0)，i， =1，2，⋯， ． 

(2．8) 

在一个 Markov链 {Xn，n≥0，X0= i}上，定义 

(0)= rain{n：n > 0，Xn= }，即 (0)为 

Markov链从 状态 i到状 态 的首达 时间，我们有 

E[ ( )I Xo=i]<。。．根据式(2．7)和(2．8)，可 

得 
(口)一1 

( )：El‘∑ [ 以， )一 ( )]I X0：i}， 
n=0 

(2．9) 

并且 

d (0)=0，d (0)=一 (0)，V i， ． 

(2．10) 

同物理学系统中势的意义一样 ，在 Markov控制过程 
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中，状态的性能势是相对的，其表达式也不唯一 ，但 

任意两状态的性能势之差是绝对的，因此上面定义 

的实现因子是完全确定的． 

根据公式(2．2)，(2．3)和(2．5)，很容易证 明有 

下列定理 ，其证明相似于文献[7，8]． 

定理 2．1 在假设 2．1下，平均代价 77(0)关于 

的梯度为 

v叩(0)= 丌( )(v )+7 P(0)g(0))， 

(2．11) 

下面，我们将从式(2．11)出发，导出 Markov控 

制过程 在参数化随机策略q(0)作用下，基于单个 

样本轨道的仿真优化算法，即试图寻求参数向量 

使得0 =arg 嚣 ( )·最优参数0 确定了一个最 

优随机平稳策略，但在多数情况下，我们得到的是次 

最优策略 ． 

3 MCP在线优化算法(An on-line optimiza． 

tion algorithm for MCPs) 

在参数寻优中，常用的方法是梯度算法，即最陡 

下降法．在离散时间 Markov过程中，若 系统模型完 

全可知 ，梯度 7 77(0)可以根据式(2．6)和(2．11)精 

确计算 ，参数寻优按如下迭代公式进行 

0：=0一)，7 77(0)， 

但在大状态空 间问题 中，一般很难求解式(2．6)和 

(2．11)，而且有些工程实际系统模型不完全可知，也 

不能按上式精确计算梯度 7 77(0)．因此，不同于传 

统的基于计算的优化方法 ，我们需要考虑基于仿真 

和梯度估计的在线优化算法 ．首先，根据式(2．1)， 

(2．4)和(2．11)，我们有 

7 r／(0)= 

∑7ri( )(vf( ， )+∑ v Po( )g(．『， ))= 
‘∈ ∈ 

丌 ( )(vf(i，0)+ 
‘∈ 

∑ ∑qa(i， ) (口) (i，O)g(j， ))= 
J∈ aE A 

∑ ( )vf(i， )]+ 
I∈ 

∑ ∑ f( ) ( +1) 。(口 ) (i，o)g(j， )]． 
i，J∈ aE A 

(3．1) 

这里 口 是根 据概率 q。( ，0)随机选 取的行动， 

。
(·)和 。(·)分别是状态 i和行动口的示性函数， 

例如 

， ． ． 、 f 1，if = i， 

)[ (以) io：。tIl i。。． 

假设对任意给定的参数 0，Markov控制过程 

在随机平稳策略 q(0)作用下，得到一条样本轨道 

( ，Xu
o
+l'⋯ ， 。， 。+l'⋯， ，⋯)，并且定义 

UO = 0， = io； 

矗+1=rain{t／,：t／,> 矗， = 0}，0≤ ． 

(3．2) 

不失一般性，令这里的 i0为选定的初始状态．因此 

为第后次回到初始状态的时刻 ，是过程的再生点． 

显然 1一UO， 2一 1，⋯ ， Ⅳ一U／V一1，⋯ 为独立同分 

布随机变量 ． 

根据式(3．1)，可用该样本轨道提供的一些信息 

来估计势和梯度，以构造算法，下面进行具体分析． 

3．1 势的估计(Estimation of potentials) 

现给定前面定义 的一条样本轨道，令 g( 0， ) 

； c，这里 c是任意常数．则对任意整数 后≥ 1和任 

意整数 一1≤ t／,<Uk，由式(2．7)一(2．10)，我们有 

g( ，0)=一 ( )+g(su，)=
,

0 

一 1 

∑(厂(置， )一叩( ))]+c． 

为简单起见，令 c=0，这时 g(0)和文献[7]中相对 

报酬 ( )的定义一样 ．于是把 

rO， if t／,= Uk一1， 

雷 以 1 u∑k-1( 五， )一 )，。th。rwi。。． 
(3．3) 

当作势 g( ，0)，Uk一1≤ ≤ Uk的估计．其 中，假设 

为平均代价 ( )的一个在 时刻已经得到的估 

计 ，它不依赖于当前 时刻的状态 ，只与 时刻以 

前的历史有关． 

3．2 梯度的估计(Estimation of gradients) 

根据前面的样本轨道，对给定 的整数 Ⅳ，我们 

记 
一 1 

( )：∑[vf(x~， )+ ( ， )g(以+l' )]． 
n=|lo 

(3．4) 

其中，‰ 为系统在状态置。时根据q。(以 ，0)，口∈ A 

随机选取的行动 ．很显然，我们有 

[FⅣ( )]= 
Ⅱ】一I 

NEo{∑[vf(x．，臼)+Ld( ，口)g( +l'口)]}_ 
n = 

” 

NEo[ 1一 0]7 77(0)=NEo[ 1]7叩( )． 
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可见 FN(O)／NEo[z‘1]为 V叩( )的一个无偏估计， 

即 ( )为梯度方 向的一个无偏估计．当式 (3．4) 

中的势难 以直接计算时，需用前面定义 的估计值 

g(以 ， 来代替 ．我们定义 
一 l 

F ( ， )=∑[v，(矗， )+厶(瓦， ) (墨+l， )]： 
n 1．0 “ 

F0)( ， )+F‘ ( ， )+．．·+F‘ ( ， )． 

(3．5) 

其中 
一 l 

F‘ ( ， )=∑ [v，(墨， )+ (墨， ) (墨+l’ )]， 
n = 

一 1 

”  

1≤ k≤ N (3．6) 

为独立同分布的随机向量 ．记 

，
f 0 Eo F 7 ‘ (

， )= [ ‘ ( ， )]． 

定理 3．1 对给定整数 N，我们有 

，‘ ’( ， )=Eo[ul一 ]V ( )+G( )( ( )一 )， 

V 1≤ k≤ n (3．8) 

且 ， ( ， )= ‘ ( ， )．其中 

1一l 

G( )=Ee【∑
．

(u·一凡) 
一 。
(墨一h )】． 

“ I．0 

定 理 3．2 若 整 数 Ⅳ 是 序 列 F( ( ， )， 

F( ( ， )，⋯ 的停时，且 N]<∞，则我们有 

， ( ， )=Ee EN Jf‘ ( ， )． (3．9) 

定理 3．1和 3．2的证明：因为 F( )( )，1≤ k≤ 

Ⅳ和 U 一U 一l'k≥ 1分别是独立同分布随机序列， 

根据文献[7]中的定理 2，很容易证得定理 3．1．由式 

(3．5)和著名的 Wald等式[ ]以及定理 3．1，直接有 

定理 3．2． 证毕 ． 

3．3 在线优化算法(An on-line optimization algorithm) 

由式(2．1)，(2．4)，(3．3)和(3．6)，我们有 

，( )( ， )= 

∑ v ， )+∑ 厶．( -̈ )∑ 五， )一 )= 
n = 

一

1 n = 
一

1+1 ～ l= 

一 l 一l 
n 

∑ V 蜀， )+∑
， 

墨， )一 )∑
， 一。

(五-̈ )= 
一

l 一l̈  
一

l̈  

一 l 

∑ ∑ V ga(蜀， ) 墨，口)一 )+ 
n = 

一

1 4∈A 

∑ ga(墨， ) 墨，口)一 )∑ 
，
(五-̈ )： 

n 
一

1+1 4∈A l= 
一

1+】 ⋯  

∑ ∑ga(蜀， )厶( ， ) 墨，口)一 )+ 

∑ ∑ga(墨， ) 墨，口)一 )∑ 
，
(五-̈ )： 

∑ ∑ga(墨， ) 墨，口)一 ) ( )． (3．10) 

其中 

r —f 
， ， )， if，I= uI—l， 

) lzI'2,(o)+La(墨 ，。tIl。 。： 
因此，根据式(3．5)和(3．1O)，我们有 

FN(O， )=∑ ∑g。( ， )(，(墨，口)一 ) ( )． 

(3．11) 

其中 

f (墨， ， if，I=Uo，z‘ 一，aN-l， 

( ) i ：。( )+厶(墨， )，。th ∞． 
(3．12) 

因此，根据式(3．11)，对给定的参数 和某个确 

定性整数 ，在一条样本轨道上，可分别把 个相继 

的(，(墨 ，a)一叩) ( )的累积值作为相应梯度方 

向的估计值，以便进行参数更新 ．于是得到下列更新 

算法． 

f +。= 一 ∑ (，(墨，an)一 )Zn( )， 
l n=玎  

l (“1)r一1 

+。 = + ∑ (，(墨，an)一 )． 

(3．13) 

这里 { }是步长序列；卢为正标量系数，以调整 和 

的相对更新速率．其中，参数 的更新相当于一种 

自适应调整．具体的算法过程如下 ： 

步骤 1 根据实际工程系统，选定初始状态 i0， 

令 弱 = = 0，且选择好整数 和正标量系数 卢以 

及步长序列{ }，令 k：o，并初始化参数向量 0， 0． 

步骤 2 在线观测随机平稳策略 g( )作用下 

的 系 统， 得 到 一 条 样 本 轨 道 ( r， r+ 一， 

X(k+I)T)． 

步骤 3 按式(3．13)进行参数更新． 

步骤 4 判断算法是否满足终止条件(譬如判 

= 

+ 

一 

，L  ●  

+ 

V  

∑ 
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断是否达到给定的更新步数)，若不满足，令 JI}： 

+1，回到步骤 2；若满足，则停止更新． 

上面分析的算法，直接推广了文献[7]中的算法 

在 IVlarkov控制过程 中的应用，为基于单样本轨道的 

在线优化提供了更灵活的选择 ．可以根据系统的实 

际情况和实时更新的需要选择 的大小，便于定时 

更新参数，不必如文献[7]中提供的两种算法，只是 

在系统访 问到固定常返状态时或每步状态转移之后 

进行参数更新．在状态变化很快或返回初始状态频 

率较高的系统中，可选择 大一点，以利用更多的样 

本信息来更新参数 ，譬如在高速通讯网络系统中；反 

之，选择 小一点，甚至可令 T=1(这时算法相似 

于文献[7]中的在每步状态转移之后进行参数更新 

的算法)，以保证参数的更新频率 ，譬如在柔性制造 

系统中．而且我们提供的这种算法 ，在每步状态转移 

之后，只需计算 ( )和记录观测到的代价 ，( ， 

‰)，因此节省了信息的存储空间． 

为减 小更新 方差 ，可引入遗 忘 因子 ．把式 

(3．12)中 ( )替代为 

( )= 

f ( 。， )， if凡=U0，Ⅱl，⋯，ⅡⅣ一1，⋯， 
{ 【 

一 l( )+ ( ， )，otherwise． 

4 算 法的收敛性 (Convergence of the algo— 

rithm) 

为证明算法的收敛性，首先引入下列假设 ． 

假设 4．1 a)步长序列 {)， }非负且满足 

∑)， ：∞，∑)， <∞． 厶)， ∞，厶)，jI<∞． 
I=O I=O 

b)步长序列 { }单调不增，且存在一个正整 

数 P和一个正标量A，使得 

n+ I 

∑()， 一 )≤A )， ，V凡，￡>0． 
I= “ 

假设 4．2 对初始状态 和给定的正整数 ， 

存在正整数 Ⅳ0，使得对 中的每 Ⅳ0个矩阵构成的 

集合 {P 一， }，其中的元素 ，z=1，2，⋯，Ⅳ0 

满足∑[ⅡpT] >0，V i∈ ． 
n= I j=I 。 

这样，有下面定理，其证明见附录． 

定理 4．I 在假设 2．I和 4．I及 4．2下，对任意 

正整数 ，记{ l为算法(3．13)式产生的参数向量 

序列 ，则 '7( )以概率 I收敛，且 V'7( )以概率 I 

收敛于零 ． 

考虑一个三一状态受控 1~1_a_rkov链， ： {I，2， 

3}，A={I，2}，如图I所示．在行动 口=I下，系统的 
一 步概率转移矩阵[珊(口)] ：l 13， ； l和一步转移代价 

矩阵[ ，口， )]；：。l}：。分别为 

5 25]『- ． 5 ] 
l 0．25 0．25 0．5 l，l I I I l； 【-
o．5 o．25 o．25J【-o

． 75 o．75 o．75J 

在行动 o=2下 ，两矩阵分别为 

『-o·25 o·5 o·25]『-o·5 o·5 o·5] 
l 0．25 0．5 0．25 l，l I I 5 1． 【-
o．25 o．25 o．5 J【-5 1 1 J 

在式(2．I)中，定义，( ，口)=∑p (口) ，口，-『)． 
∈ 

可直接由相应 Bellman方程解得最优策略，即在状 

态 I以概率 I采用行动 2，在状态 2和 3以概率 I采 

用行动 I，对应最优平均代价为 刁=0．75． 

图 l 三 一状态受控 Markov链 

Fig．1 Three—state controlled Markov chain 

仿真计算中，三个状态被编码为(O，O，1)，(O，1， 

O)，(1，O，O)．按前面所述方法，引入随机策略 ，因为 

是双一行动问题，随机策略可用一个 3×1×1的前 向 

神经元网络表示 ，其中网络输入为状态的编码 ，隐节 

点没有固定偏置输入 ，网络输 出层 的节点函数采用 

恒等函数 ，且输出表示选用行动 1的概率 ．我们选择 

零初始参数向量，即初始策略以相等概率选用行动 

1和 2，仿真波形见图 2所示 ．这里，(a)图是参数为 

T=3，口=0．99，口=0．4时的波形 ，横坐标为迭代 

步数，其中上图曲线表示平均代价的估计值 '7，下图 

三条曲线分别表示在状态 1，2，3采用行动 1的概率； 

(b)图是参数为 ：4，d=0．99， =0．2时的波形． 

可见，算法在经过最初的更新调整后 ，在状态 1 

以较小概率采用行动 1，而在状态 2和 3以较大概率 

采用行动 1，并逐渐趋近于最优值 ．算法的后期收敛 

很慢 ，一方面是因为所用的步长序列是递减的，另一 

方面是因为本例的最优策略为退化的确定性策略 ， 

对应的最优参数在网络隐节点的饱和区域内． 
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0．8 

0．6 

0．4 

0．2 

0 

迭代次数 

迭代次数 

迭代次数 

迭代次数 

(b) 

2 三 ．状态受控 Markov链对应2000次状态转移 

的仿真计算结果 
Fig．2 Computation results for three-state controlled 

M arkov chain by 2000 state transitions 

6 总结 (Conclusions) 

本文研究的离散时间、有限状态 Markov控制过 

程基于单个样本轨道 的在线优化算法 ，是近些年基 

于仿真学习思想及神经元网络理论而提出的神经元 

动态规划 (NDP)或称强化学习(RL)方法【10,11 J的一 

个具体应用 ．文中给出的算法也可以推广到具有一 

般状态空间和行动空间或连续时间的 Markov控制 

过程 ，适合于解决模型不完全可知或存在状态空间 
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附录 A(Appendix A) 

定理 4．1 的证明 ：给定参数向量 ，根据随机平稳策 

略 q(Om)产生一条样本轨道(X"0． ，⋯ ， ， ，⋯ ， 

． 

一 1， 

． )．根据式(3．5)和(3．6)定义Fff．(O，i)和F ( ， 

叩)，1≤ ≤ Ⅳm，构造下列算法更新公式 

r +1= 一 硌 ( ，i )， 

{ ．m。 (A1) 【 
+ = +卢y ∑ (，( ， )一i )． 

． m  

算 法 中，序列 uo，0， ，0，⋯， Io，⋯，uo， ， ， ，⋯， ．m⋯ 

的定义同式(3．2)一样 ，其 中 m表示参数 已经更新 的次数 ． 

首先我们有下列引理． 

引理 Al 如果 Ⅳm，m ≥0为一固定的正整数 ，或 Ⅳm是 

序列F ’( ， )，F ’( ，i)，⋯的停时，且 Ⅳm]<。。，记 
{ }为式(A1)产生的参数向量序列．若假设 2．1和4．1a)成 

立 ，则 17( )以概率 1收敛 ，且 V 17( )以概率 1收敛于零 ． 

证 先假设 Ⅳm，m≥0为一固定 的正整数，记 Ⅳm=N． 

令 为算法(A1)式直到第 m次更新且包括初始点在内的 

历史，rm=( ，； ) 为增广向量，则式(A1)可写为 

rm+1= rm+ (rm)= rm+ (rm)+￡ ．(A2) 

这 里 

r 一 ( ， ) ] 

rm) l卢aN∑,m-1(，( )j’ 

露争 褂 霹 
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h (rm)= (rm)I ]， 

￡ = ym( (rm)一h (rm))． 

其中 

-

NEo[ul O)- NG (O(7／ 卜 ]． 
(A3) 

并且， ￡ I ]=0． 

当N =1时，上式可直接看作文献[7]中提供的第一种 

算法在 ]~al'kOV控制过程 中的应用 ，引理的证明可直接运用 

该文献中定理 3的证明结果：当 |7v为大于 1的确定性正整数 

时 ，按 同 样 的线 索 也 可 证 明 lim(rm+ 一 rm) 0， 

Iim ’7( ) 0，此处不再赘述 ． 

若Ⅳm是序列F ( ， )，F ( ，；)，⋯的停时，根据定 
理 3．2同样可写 出形如(A2)的公式 ，需要改变的是把式(A3) 

中的 Ⅳ用E[Ⅳm]代替，因为 E[Ⅳm]<m，不影响算法的收 

敛性证明，仍有上面的结果 ． 证毕 ． 

现在分析定理 4．1的证 明．首先 ，对应算法 (3．13)式 的 

更新过程 ，相似于(3．2)式 ，重新定义序列 “0．0=0， 

u1
．
0=min{n：n>uo．0， =i0}，⋯， 

uo
．
m=mini nT：nT>uo．m一1，以r=io}， 

1．m=min{n：n>“0．m， =i0}，⋯． 

令 ． =“0． +1， =(UN． 一Uo， )／r，m≥0，这里 Ⅳm 

表示系统在部分样本轨道( 
． 

， 
． 

+ ，⋯ ， 
。 m)上返 回 

到状态 站的次数 ，随机变量 为参数更新次数 ．重新定义 

= 10o，～rio, 
．

。 ，⋯ ， 

． 

}为算法直到且包括时间 ．m 

在内的历史，记 uo。 时刻的参数为i01， ，y』}，其中 z0= 
m  ’ m  m  

0，fm= 0+⋯ + 一1．定义 

= 01，17 = 17 ，yn= y』，uo．m≤ n < uo．m+ ， 

0 = +l’仉= yn=ylm+l’ 

． m
+ T ≤ n < uo

，m  
4-2T， 

! 

= + 一 ， = fm+ 一 ，yn=ylm+ 一 ， 

，m +( m一1)T≤ n< ，m， 

㈣ r 【一 

再记 r(fm)= ( ， ) ，则根据式(3．13)我们有 

一  

r(fm+ )=r(fm)+ ∑ R(rn)= 

r(fm)+ 盂(r(z ))+； ． (A4) 

． 

～  

unto
． 

一 l 

这里 = ∑ yn，； = ∑ (R(rn)一盂(r(fm)))，且 

矗c r =【一V 17‘ 一G )- ／ ul一‰ 】． 
不难证明 盂(r)以概率 1有界 ，并且根据假设 4．2，我们 

有下列引理 ． 

引理 A2 对任意正整数 s，都存在一个常数 ，使得 

E[(uN． 一uo． ) I Flm]≤ ． 

另外，根据假设4．1和上面引理 ，很容易验证有下列引理． 

引理 A3 我们以概率 1有 

∑ =m，∑ <m． 厶ym=∞，厶y-m<∞· 

因为 Ⅳm为均值有界 的随机变量 ，且式(A4)和式 (A2)的 

形式一样 ，根据前面的三个引理，不难理解算法(A4)式的收 

敛性 ．但是在部分样本轨道 ( 
． 

， 

． 

+ ，⋯ ， 

。 

)上 ， 

经过多次更新 ，引理 A1的条件不完全满足 ，不能直接引用该 

引理 的结果．需要指出的是 ，引理 A1证明的关键一步是证明 

序列∑ 以概率1收敛，这里我们仍然可以证明序列 

∑ 以概率1收敛，并且 ( 一 ) 0，n，k C- 
[uo． uo． +1]．在引理 A2和A3下，这部分的证明相似于文 

献[7]中定理 4的证明过程，此处不再赘述．有了这个结果， 

再引用 引 理 A1的证 明，就 能证 得 lim(r(fm+ )一 r(fm)) 

0．
一

lira 7 17( ) 0， V 17( ) 0． 

证毕． 
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