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摘要：针对神经网络的过拟合和泛化能力差的问题，研究了样本数据的输入输出混合概率密度函数的局部最 

大熵密度估计 ，提出了运用 Chebyshev不等式的样本参数按类分批 自校正方法 ，以此估计拉伸样本集 ，得到新 的随 

机扩充训练集 ．使估计质量更高 ，效果更好 ．仿真结果证明用这种方法训练的前馈神经网络具有较好的泛化性能 ． 
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Abstract：Aiming at the problems of ove~fitting and genemlizafion for neural networks，the locally most entropic colored 

Gaussianjoint input-output probability density function(PDF)estimate is studied，and a new method by me．is of Chebyshev 

inequalityis proposedto self-revise respectively accordingto every cluster．Interms ofthemethod，arandom expandedtraining 

set is obtained．The simulation results illustrate that generalization of feed forward neural netw od~s using the expanded training 

sets is greatly improved． 
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l 引言(Introduction) 

神经元网络的泛化能力研究是一个在神经网络 

的理论研究和工程应用上具有重大意义 的问题 ．传 

统的避免泛化误差的方法是交叉验证(cross．valida— 

tion)．将训练集分割成训练集和验证集或测试集．实 

际操作时将训练和测试交替进行 ，监督泛化误差的 

变化曲线 ，防止过拟合产生 ．一个可实际使用的网络 

通常需要成千上百次的反复训练 ． 

许多学者认为影响网络泛化能力的主要原因是 

训练样本和 网络 自身的缺陷n|4J．其 中 Holmstrom 

等人-5J5提出了应用统计估计方法，改造训练样本的 

概念．George[6J也提出了在恰 当地选择 随机扩展过 

程的分布特性的基础上，创造一个人为的无穷序列 

的输入．输出训练向量的设想 ．对于在实际工程 中获 

取训练样本数据较困难、样本质量也难以保证 的情 

况下 ，这是一个十分令人振奋的想法 ．然而，由于人 

为序列的伪随机特性，经过有限次迭代以后产生的 

数据集，其统计特性往往 已与原来 的 George聚类-6J 
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有了很大差异，局部范围内甚至会变得面目全非，失 

去了该聚类方法的意义 ．为此，本文重新研究了这种 

基于实际输入一输出联合概率分布 函数 (PDF)的局 

部最大熵(LME)概率密度估计，由该概率密度估计 

拉伸新的随机训练向量 ，并用 Chebyshev不等式进 

行方差校正 ，使样本参数按类分批 自校正 ．用这种方 

法产生的新训练集在学习过程 中，可避免过拟合和 

改善网络的泛化能力．仿真结果证明了这种方法对 

提高网络泛化能力的有效性 ． 

2 基于局部最大熵密度的训练集扩充(E)【一 

pansion of the training set based On local most 

entropic density) 

在实 际 应 用 中我 们 只 能 得 到 有 限 数 据 集 

{Zn} 1，并且通常采用数据循环来解决数据的有 

限可用性 ．这种形式的数据循环可以使得网络训练 

误差最小化，但不能解决对于训练集 以外的数据特 

性的拟合，即泛化性问题 ． 
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George[ J提出的最大化局部熵密度原理是试图 

导出有限数据集 {z } I的密度函数 (z)的替代 

式 E，由 E产生的新的训练数据可以防止过拟 

合，改善网络的泛化性．其基本思路是：假定数据 向 

量 Z属于聚类数为K的日l，H2，⋯， ，相应先验概 

率为 丌l，丌2，⋯，丌K中的一个，再假定每个假设 巩(k 

= 1，2，⋯，K)代表在整个输入 一输出空间R 的一 

个子集上以概率 (k= 1，2，⋯， )出现的局部输 

入 一输 出数据特征．则在该空间 由均值 向量 ∈ 
“

，协方差矩阵 (re+1) (re+1)确定的具有(m+Z) 

阶矩的(m+f)维高斯密度fME(z)：N(U，R)，其 
r 

微分熵可表示为h(f)垒一I + f(z)log厂(z)dz． 

在每个假设 巩(k=1，2，⋯，K)下实施最大微 

分熵约束，则 Z的无条件概率分布函数是该高斯混 

合分布函数 

fLME=∑ J7v( ，风)， (1) 
^= l 

称其为 LME密度函数 ． 

应用某些最小失真聚类方法分割训练集为 K 

个子集 Ck(k=1，2，⋯，K)．令 是在子集 中数 

据向量 Z( ，y)的个数 ，式 (1)中参 数 ，风 和 

(k=1，2，⋯，K)的无偏估计就能容易地 以样本 

平均的形式得到． 

：  1∑Zn， (2) 

觅( M， DL． )= 

Nk 
丌k 

[志 ， 
．

( 一 )( 一 

)T+ L． ]， >1， 

2M， L． ，Nk：1， 

(3) 

(4) 

为使 K满足可逆的条件 ，已对式(3)进行了广 

义化处理 ，并且在 ． =0时，类 c 中至少需要(m 

+Z)个数据样本，以此保证协方差估计矩阵 以概 

率 1是可逆的． 

然后根据 PDF，从类 k∈ {1，2，⋯， }中按式 

(4)给出的每个类的相关频率 (k=1，2，⋯，K)获 

取数据 Z“)，i=1，2，⋯，这里 和 分别由式(2) 

和(3)给出．由此可产生新训练样本集 ，即 

z(̈ ： + s(̈
， (5) 

s【 )是一个由 N(0，，)引出的独立同分布向量序列 ， 

厶是由分解类c 的协方差估计矩阵 而得到的下 

三角阵，即 

R = 止2． (6) 

式 (3)中 的 形 状 参 数 决 定 聚 类 半 径 ． 

George[0 J采用了一种最大似然交叉验证 的方法来确 

定 ，并将 代入式(3)再重新估计协方差矩阵 ． 

聚类数 K∈ {1，2，⋯，J7v}的确定原则是使 LME 

密度函数具有最小微分熵 h(̂ ME)，即 

上  

矗( )=一(1／J)∑log (zj) (7) 
；1 

取最小．这里运用 Monte-Carlo的样本平均计算法 ， 

通过 ^腼 取 出 了 ．，个 数据 点 ，然后 搜 索 K，使 

盂( )最小 ． 

3 样本参数的按类分批 自校正(Self-revision 

of sample parameter in terms of every cluster) 

George[6]提出交叉验证确定 ，以此确定聚类 

半径 ，其运用最小熵原理确定样本数据聚类数的本 

质是将原样本数据精细分类 ，然后 以类为单位迭代 

产生符合该类统计特性的数据 ，扩充训练样本集．由 

此产生足够多的统计特性符合要求的各类数据作网 

络训练样本 ，对改善网络的过拟合与提高泛化能力 

无疑是十分重要的． 

然而在迭代、变换过程中，我们能采用的随机数 

只是伪随机的，即使是计算机函数库中直接调用的 

随机数，经检验其统计特性也并不理想，由此而得到 

的高斯白噪声序列也并非真实 ，均值与方差 的显著 

水平都很低 ，经有限次迭代变换 ，数据的实际统计特 

性与理论上的特性往往相距甚远 (高斯分布时的显 

著水平远低于0．01)．我们对文献[6]中的例 1产生 

的若干类数据重新作 了统计分析，发现扩展后普遍 

有了变化，有些类的样本特性甚至已面目全非．按扩 

展数据聚类 ，最佳聚类数 已不是 K = 11．这就与文 

中提出的随机扩展样本数据的初衷大相径庭了．样 

本数据的变化，对网络的训练显然会带来不利影响 ． 

本文利用 Chebyshev不等式进行方差校验 ，以 

此进行按类分批 自校正 ，解决样本参数的变化问题 ， 

取得了较好的效果 ． 

设随机变量 的PDF为p(x)，I p(x)dx=1， 

其有限均值 和方差 为 

： 』：：印(戈)d ， 
r+∞ 

(8) 

= I ( 一 ) P( )dx． 
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令 e为一个特定常数，则 I 一／L I≥ e的概率为 

P(I 一 I≥e)=J Rp( )d ． (9) 
式中，R表示满足不等式 I 一 I≥ e的所有 值 

组成的集合 ．显然， 

e j尺p( )d ≤j尺( 一 ) p( )d ≤ ·(1o) 
由式(9)和(1O)得 

PI I 一 I≥e}≤ ． (11) 

式(11)就是著名的Chebyshev不等式．我们称用 

式(11)进 行样 本参数 按类 分批 自校正 的方 法 为 

Chebyshev自校正方法 ．其原理为： 

用文献[6]的方法确定聚类样本数据有 K类， 

第 ．i}类的均值与方差分别为 ， 2M̂，．i}=1，2，⋯， 

K．按类各自扩展第一批数据{z ，．i}=1，2，⋯，K， 

其母体记为 t，均值为 uk．由 

E{Z -一(uk．

一 uk)}= ， 

易知 {z 的均值校正方法． 

Chebyshev不等式利用随机变量 的数学期望 

与方差对 的概率分布进行估计 ，它给出了落在区 

间 I < I<e外概率的上限 ，一旦越过了这个 

上限，我们有理由相信数学期望或方差或是两者都 

发生了变化 ．上面已对数学期望进行了校正，现研究 

对方差的校正方法 ．设 

P{I -一 
，

I≥ ê
，
}- > ， 

由 uk
．

= uk可知 ，第 ．i}类第一批扩展数据的方差已 

不再 
，

～ 考．鉴于孝是概率的上 
限，我们可以有充足的理由认为 ，的方差已由 2M 

至少增大为 a 2M̂．取 -的方差为下限值 a ，则 

(隽)可以满足 ebyshev不等式： 
P 一 Uk )= 
P{l -一 

，

l≥ ê
，
}≤ 

act
2
 ̂

‘  

由此可用 Zkt对 {z 数据集进行方差 自校正
．各批 

数据的拉伸均按此法处理 ． 

顺便指 出，我们采用 Chebyshev不 等式对数据 

参数进行 自校正 ，是不想轻易否定 George的拉伸方 

法，故而依据方差的下限值a 2M 进行校正．而且，这 

样处理的计算量也较小．事实上，直接采用 -的方 

差估计值 进̂行校正 ，也存在着显著水平或置信 

区间的选取 问题 ，实际效果并没有 Chebyshev自校 

正方法好 ． 

4 仿真结果(Simulation results) 

例 1 以聚丙烯腈聚合反应 中聚合物总数 的神 

经网络模型训练为例，由现场采集 的数据和人工分 

析值组成 143组样本数据 ，用间隔法将样本集分为 

训练子集和测试子集，两个子集分别有 72组数据和 

7l组数据 ．由这些实际样本数据集 ，采用 George[6J 

提出的最大似然交叉验证方法求得 2M为5．705，聚 

类数 K=6．再分别用 George[6J方法和 Chebyshev自 

． ． 

校正的方法(取 ，e =0．01， =0．01，．i}=1，2， 
l e 

l 

⋯

，6)，各 自产生 200组 随机扩充数据集，选择一个 

4_-l5一 l的神经网络结构 ，在同等初始值(Wo)条件 

下，分 别 将 实 际训 练样 本 集、由 George方 法 及 

Chebyshev自校正方法产生的扩充数据集用标准 BP 

算法进行学习．训练中，除开始时的 l0o次迭代运算 

用实际样本训练集外 ，以后全部用随机扩充数据集． 

用相同的测试样本集分别测试各方法的泛化误差． 

训练和泛化的误差如图 1所示 ．从 图 1可看出，用实 

际训练集学习的泛化误差最大 ，最后达到 4．2012左 

右 ，George算法 的泛化误差其次 ，在 3．3969左右 ， 

Chebyshev自校正算法则泛化误差最小 ，仅为 1．3984 

左右 ．上述结果是在综合了多次运行结果后得出的． 

0．06 

0．05 

篓0．04 
0．03 

0．02 

0、0l 

训练次数 (×too) 

图 1 例 1的训练均方误差与泛化均方误差 
Fig，l The squared e~ors of training and 

generalization with Example l 
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例 2 设一动态系统的模型为： 

Y( )= 

1O．8～0．5exp(一Y(后一1) )·Y(居一1)～ 

[0．3+0．9exp(一Y( 一1) )]·Y( 一2)+ 

Ⅱ(后)+O．2Ⅱ(后一2)+O．1Ⅱ(七一1)·Ⅱ(后一2)+e(后)． 

其中 e( )是均值为 0及方差为 0．04的高斯白噪声 

序列 ，由仿真产生 100组输入输出数据作为训练样 

本，同例 1一样 ，用相隔法将样本集分为训练子集和 

测试子集 ，两个子集各有 50组数据 ．由这些样本数 

据集，采用最大似然交叉验证方法求得 d 为 4．02， 

聚类数 K =64．分别用 George方法和 Chebyshev自 

．
2 

校正的方法(取 ￡ 
．

： 0．01， ： 0．01， ： 1，2， 
￡七

l 

⋯

，64)，各自产生 200组随机扩充数据集，选择一个 

5__6—1的神经网络结构 ，在同等初始值 ( o)条件 

下 ，分别将样本训练集，以及由上述方法产生的扩充 

数据集，用标准 BP算法进行学习计算 ，同例 1一样 ， 

在用随机扩充数据集学习时 ，除开始时的 100次迭 

代运算用实际样本训练集外，以后全部用扩充数据 

集．用相同的测试样本集分别测试各方法的泛化误 

差 ．其训练误差和泛化的误差如图 2所示 ． 

洲约i次数 (×1oo) 

2 例 2的训练均方 差 j泛化均方 左 
Fig．2 The squared errors of training and 

generalization with Example 2 

从图 2可看 出，用给定训练集训练的泛化误差 

最大 ，随着训练次数的增加 ，泛化误差增加 ，最后稳 

定在 2．1351左 右；George算 法 的 泛 化 误 差 为 

1．5654，用 Chebyshev自校正算法 的泛化误差最小， 

在 1．1712左右 ．上述结果也是在综合了多次运行结 

果后得 出的 ． 

5 结论(Conclusion) 

为改善前馈神经网络 的泛化能力，对于给定的 

有限训练样本集，研究 了建立局部最大熵密度有色 

高斯概率分布函数估计每个聚类 的要求 ，提出了用 

Chebyshev不等式按类分批进行样本参数 自校正方 

法改善文献[6]的样本数据统计特性．用这种方法产 

生的新训练集．可避免过拟合和改善前馈网络的泛 

化能力．仿真结果证明了这种方法的有效性 ． 
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