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摘要:为了选择电路故障诊断中的特征样本,提出了产生云样本的方法,并用于神经网络的训练和识别.首先采
用逆向云理论对初始特征样本进行统计以获取数字特征,其次采用正向云理论产生扩展训练样本,并用新产生的样
本训练两种神经网络. 仿真结果表明,采用云样本训练的神经网络要比采用常规样本训练的性能稳健,具有较好的
抗噪声性能,在模拟电路故障诊断中达到了较好的诊断效果.
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A method of cloud-sample control and generation with
application to circuit fault diagnosis

CUI Jiang, WANG You-ren
(Nanjing University of Aeronautics and Astronautics, College of Automation and Engineering, Nanjing Jiangsu 210016, China)

Abstract: To select feature samples in circuit fault diagnosis, we propose a method of cloud-sample generation, and
apply it to artificial-neural-network training and recognition. First, the inverse cloud model theory is employed to obtain
the statistical digital feature of the samples, and then the extended training data set is produced by positive cloud theory.
Second, two kinds of networks are trained with the newly produced data set. Simulation results reveal that the performance
of the neural network trained by the cloud samples is better than that trained by the conventional methods. The results also
proved that the network is robust to random noise, and the proposed method is valid in the faults diagnosis of analog circuit.
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1 引引引言言言(Introduction)
模拟电路的故障诊断是一项较为复杂和困难的

研究课题[1]. 其主要方法可分为两大类: 基于模型的
方法和基于机器学习的方法. 前者主要应用于线性
电路的故障诊断; 后者采用基于机器学习方法直接
建立电路特征样本和故障模式之间的映射关系,不
依赖电路内部结构和先验知识.
人工神经网络(ANN)是一种基于机器学习的方

法, 此类技术已在国内外得到了广泛的研究和应
用[2]. 神经网络的诊断性能取决于不同的训练样本,
故研究特征样本的选择或产生技术具有重要的理论

和实际价值,但目前相关的研究成果很少[3∼6].
本文提出了一种训练样本的云模型产生方法.

通过基于云模型的统计方法产生新的样本(称为
“云样本”),并设计训练集进行神经网络的训练和

分析.实际研究表明,采用云样本训练的神经网络获
得了较稳健的网络性能,对随机噪声具有良好的抵
抗力,在模拟电路测试中取得了较好的诊断效果.

2 基基基于于于云云云模模模型型型的的的样样样本本本产产产生生生方方方法法法和和和训训训

练练练(Samples generation method based on
cloud model and training)
研究表明, 组成电路的模拟分立元件参数值都

近似服从正态分布[7]. 当元件产生故障时, 得到的
电路响应曲线也具有一定的正态分布特性. 通过对
待测电路响应进行特征提取, 可以得到各故障模式
的特征空间分布.各样本集在特征空间内形成一个
个中间“厚”、边缘“薄”的“云团”: 中央是所
谓的“好样本”[3]; 和其他“云团”交界的样本是
“边界样本”; 和其他“云团”混合的样本是“差
样本”.
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样本集的“云团”分布特点, 客观上较为符合
云模型特别是正态云模型的相关理论[8]: 特征样本
对应云模型概念中的“云滴”; “好样本”、“边
界样本”和“差样本”可分别对应云模型概念中的

“基本元素”、“外围元素”和“弱外围元素”等

概念. 因此,采用云模型的相关统计理论产生新样本
可突出“好样本”的作用, 且新样本的分布和原始
训练样本基本一致[5], 这有利于提高分类器的泛化
能力和诊断性能;且云样本的产生融合了随机产生
理论,对随机噪声具有一定的抵抗作用.

2.1 云云云样样样本本本的的的产产产生生生方方方法法法(Cloud samples generation
method)
云样本的控制和产生同时需要逆向云和正向云

模型算法,如图1所示.

图 1 云样本产生方法框图

Fig. 1 Flow of cloud samples generation method

记第i类故障模式样本集为xi=[xi1,xi2, · · · ,xin],
其中, xij(j=1,2, · · · , n)为该集合中的第j个样本向

量, µi表示xi的确定度.由于模拟电路故障样本往往
具有较高的数据维, µi的值难以获取, 一般情况下
仅需估计3个数字特征,即: 期望Ex、熵En和超熵He.
该方法称为无需确定度的逆向云算法[8],步骤如下:

1) 估算训练集xi的均值X、一阶中心矩K和方
差公式S:

X =
1
n

n∑
j=1

xij, (1)

K =
1
n

n∑
j=1

∣∣xij −X
∣∣, (2)

S =

√
1

n− 1

n∑
j=1

∣∣xij −X
∣∣2. (3)

2) 估算3个数字特征Ex,En和He：

Ex = X, (4)

En =
√

π

2
·K, (5)

He =
√

(S−En) · (S + En). (6)

设定云滴个数Num, 利用正向云模型产生云样
本的基本步骤如下:

1) 产生期望值为En、方差为He2的正态随机数:

En′∼N(En,He2); (7)

2) 利用上述1)产生的正态随机数, 进一步产生
期望值为En、方差为En

′2的正态随机数并计算其确

定度;
3) 根据设定的云滴个数, 重复步骤1)和2)即可

获取第i类故障模式的云样本集: drops′(xi,µi), 其
中µi是一种“副产品”.
重复上述所有算法,即可得到全部故障模式的云

样本集.

2.2 网网网络络络训训训练练练集集集和和和测测测试试试集集集(Training and test set)
为测试云样本的有效性, 建立BP神经网络

和RBF神经网络并进行训练. 设计的3类训练
样本集合分别为: Tr1={原始训练样本叠加1%均
值白噪声}、Tr2={50%原始训练样本, 50%云样
本}、Tr3={原始训练样本}. 其中, 原始训练样本
从初始特征样本集中加以选取(这里选取一半), 再
利用原始训练样本产生云样本集. 为提高训练效率,
对所有样本集运用了主元分析(PCA)技术.
此处设计的测试集包括12个, 依次记为Test1,

Test2, · · · , Test12. 其中Test1={初始特征样本},
Test2∼Test6为Test1依次叠加1%, 5%, 10%, 15%,
20%白噪声形成; Test7={云样本}, Test8∼Test12为
Test7依次叠加1%, 5%, 10%, 15%, 20%白噪声形成.
由于实际采集的数据往往受各种不确定因素的

影响,由此得到的测试样本也与计算机仿真得到的
样本有所差别,这些不确定性因素的影响可归结至
随机噪声的干扰. 因此,采用云样本参与网络训练和
测试具有重要的实际意义.

3 电电电路路路故故故障障障诊诊诊断断断实实实例例例和和和数数数据据据分分分析析析(Sample
circuit diagnosis and analysis)

3.1 实实实例例例电电电路路路和和和云云云样样样本本本产产产生生生(Sample circuit and
cloud samples generation)
如图2所示为一带通滤波器, 其中的R2, R4,

C1和C2为可能产生单软故障的元件, 加上无故障
情况,整个电路一共有9种故障模式.

图 2 模拟带通滤波器

Fig. 2 Analog band-pass filter
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在Pspice环境下进行电路建模和Monte Carlo分

析; 故障模式的设置采用ITC’97基准[7]. V out为电

压信息的可测节点,特征提取方法采用多层小波包

分解算法. 取初始特征样本集的一半(4500个)作为

神经网络的原始训练样本,其余作为测试样本.

依据云样本产生算法, 并设定云滴数量为500,

产生所有故障模式的云样本共4500个. 图3为元

件R4阻值减小的软故障多维云样本在二维空间

内的图像显示.

图 3 元件R4减小软故障所产生的云样本

Fig. 3 Cloud samples image produced by reducing R4 value

对产生的云样本集合和初始特征样本集合同时

进行归一化和PCA分析(分析误差为0.01)等预处理,

特征维数由16降为9.

3.2 神神神经经经网网网络络络训训训练练练(ANN training)

首先建立3层感知器网络, 网络参数如下: 输

入层神经元个数为9; 隐层神经元个数选为8, 采

用Tansig激活函数;输出层节点个数为9(即故障模式

数), 激活函数采用Sigmoid. 采用基于附加动量法

的BP算法进行训练, 训练精度设为0.01. 对3种样本

集训练完毕, 得到3种BP ANN(采用Tr1, Tr2和Tr3训

练的依次记为BP1, BP2和BP3).

其次,建立3层RBF网络进行训练. 其输入和输出

节点都为9; 训练精度设定为0.01; 隐层激活函数采

用高斯径向基函数,输出则采用线性激活函数. 最后

得到3种RBF ANN(采用Tr1, Tr2和Tr3训练的依次记

为RBF1, RBF2和RBF3).

在MATLAB7.0仿真环境下, 编程实现特征样本

的提取、归一化、PCA分析和云样本产生算法. 对两

组神经网络进行训练,得到的各种参数对比如表1所

示.

表 1 两组神经网络的训练时间和步长对比
Table 1 Comparison for two groups of ANN

名称 训练精度 训练时间/s 所需步长

BP1 0.01 133 19107
BP2 0.01 126 17321
BP3 0.01 150 21922

RBF1 0.01 24 200
RBF2 0.01 21 173
RBF3 0.01 26 202

3.3 诊诊诊断断断和和和数数数据据据分分分析析析(Diagnosis and analysis)
将待诊断的疑似故障特征样本x输入至神经网

络,通过激活函数计算得到输出诊断向量:

F = [F1, F2, · · · , Fq, · · · , F9], (8)

其中Fq为第q类故障和样本x之间的相似程度,
且Fq ∈ [0, 1]. 一般地, 输出向量中的最大值所对
应的故障模式应为待诊断的故障类型F ,即

F = max
16q69

{F1, F2, · · · , Fq, · · · , F9}. (9)

对某个测试样本集进行诊断时,对应的故障诊断
率Fr按下式计算:

Fr =

9∑
q=1

cq

T
× 100%, (10)

其中: cq为正确诊断第q类故障模式的样本个数, T为
该测试样本集的全部样本数目.
利用BP ANN分别对Test1∼Test12进行测试, 其

故障诊断率如表2所示. 设计的测试集既包含训练样
本也包含其他测试样本, 故对应诊断率是网络性能
的一种综合反映.

表 2 BP神经网络的故障诊断率对比
Table 2 Diagnosis rate comparison for BP ANN

Test1 Test2 Test3 Test4

BP1/% 90.22 89.33 85.56 75.56
BP2/% 89.33 88.44 85.33 75.67
BP3/% 94.89 94.22 87.33 77.11

Test5 Test6 Test7 Test8

BP1/% 66.22 60.44 73.11 72.89
BP2/% 68.22 66.00 89.11 88.89
BP3/% 66.00 59.33 61.78 61.56

Test9 Test10 Test11 Test12

BP1/% 70.00 66.00 63.56 59.56
BP2/% 83.56 77.78 70.00 68.22
BP3/% 60.89 59.28 57.11 54.00

采用RBF ANN对测试集进行测试, 得到的诊断
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率如表3所示.

表 3 RBF神经网络的故障诊断率对比
Table 3 Diagnosis rate comparison for RBF ANN

Test1 Test2 Test3 Test4

RBF1/% 79.56 79.11 72.00 66.44
RBF2/% 78.78 79.00 72.78 67.00
RBF3/% 86.44 80.67 61.56 53.78

Test5 Test6 Test7 Test8

RBF1/% 59.56 55.11 52.89 53.56
RBF2/% 62.89 57.56 71.33 71.33
RBF3/% 48.22 47.56 41.11 40.89

Test9 Test10 Test11 Test12

RBF1/% 53.78 53.00 52.67 52.56
RBF2/% 68.89 68.00 59.56 59.11
RBF3/% 39.78 38.00 37.56 36.44

由表2可看出, BP3的记忆力较好, 但整体的泛
化性能要逊于BP1和BP2. BP1在诊断Test1∼Test6时
性能稍逊BP3, 但在识别云样本方面远好于BP3.
BP2在测试云样本性能方面优于另外两种, 随着
噪声污染的加重, 3个BP网络的诊断性能有接近的
趋势,但BP2的故障诊断率变化趋势最为平缓,对随
机噪声的鲁棒性优于另外两个网络. 从表1和表3可
看出, RBF的训练速度很快, 但采用RBF网络进行
故障诊断的整体正确率要低于BP网络; 另外, 就诊
断Test1∼Test6而言, RBF1和RBF2的性能较为接近,
但RBF2的整体性能要优于另外两个RBF网络,决策
性能较为稳健, 这和表2的变化趋势相一致; 在诊
断Test7∼Test12方面, RBF2的优势更为明显.
综上, 基于云样本训练的BP2或RBF2对噪声样

本具有较好的鲁棒性,性能较为稳健,且在故障决策
方面宜采用BP网络.

4 结结结论论论(Conclusions)
针对神经网络训练中的特征样本选择问题,本文

提出了一种基于云模型统计理论的样本控制和产生

方法, 并进行了仿真研究.结果表明, 云样本产生简
单有效, 应用于基于神经网络的模拟电路测试中取
得了较好的诊断效果.
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