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摘要:研究两机器人高速搬运系统的作业分配问题.在系统的Markov决策过程(MDP)模型中,状态变量具有连续
取值和离散取值的混杂性,状态空间复杂且存在“维数灾”问题,传统的数值优化难以进行. 根据小脑模型关节控制
器(CMAC)具有收敛速度快和适应性强的特点,运用该结构作为Q值函数的逼近器,并与Q学习和性能势概念相结
合,给出了一种适用于平均或折扣性能准则的CMAC-Q学习优化算法. 仿真结果说明,这种神经元动态规划方法比
常规的Q学习算法具有节省存储空间,优化精度高和优化速度快的优势.
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The cerebellar-model-articulation-controller Q-learning for
the task assignment of a handling system
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Abstract: The task assignment of a high-speed handling system with two robots is studied in this paper. In the under-
lying Markov decision process(MDP) model, the state variable is composed of both continuous and discrete values, and
the state space is complex and suffers from the curse of dimensionality. Therefore, the traditional numerical optimization
is prevented from successful application to this system. Since the cerebellar-model-articulation-controller(CMAC) has the
advantages of fast convergence and desired adaptability, it is employed to approximate the Q-values in a CMAC-Q learning
optimization algorithm for combining the concept of performance potential and Q-learning, and for unifying the average
criteria with the discount criteria. Compared with the Q-learning, the proposed neuro-dynamic programming approach
requires less memory, but provides higher learning speed and better optimization performance as shown in the simulations.
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1 引引引言言言(Introduction)
在现代化物流和生产加工等环境中, 存在一种

具有多个智能机器人(或手臂)共同工作的搬运系统.
机器人连续和高速的运转会导致其传动装置过热疲

劳、发生停机、故障甚至烧毁,从而影响系统工作的
效率、稳定性和安全性. 因此, 在该类作业系统中,
每个机器人需根据当前系统状态,采取联合行动,以
协同完成搬运任务.其控制目标就是通过作业合理
分担,避免单个机器人过度疲劳,使整个系统长时间
运行的工件捡取率最高.

理论上,此类问题可通过Markov决策过程(MDP)
来建模和描述, 并采用策略/数值迭代等理论计算
方法或其它直接搜索方法来优化求解[1]. 文献[2]将
遗传算法与模拟退火相结合,研究了单机器人搬运

系统的行动控制问题. 对于多机器人搬运系统, 状
态空间规模较大, 且状态变量可能具有混合性. 因
此, 传统方法的应用受到限制. 文献[3,4]采用了不
同的强化学习方法对多机器人搬运系统的作业分

配问题进行了求解, 但是存在存储空间巨大、学
习速度慢等问题. 神经元动态规划(NDP)结合了仿
真、逼近、学习和动态规划等技术,一定程度上可以
解决上述问题. 文献[5,6]基于性能势理论, 分别研
究了Markov或半Markov系统基于Monte-Carlo方法
或即时差分(TD)学习的神经元策略迭代算法, 但
策略改进步骤中仍需模型的转移概率知识. 本文运
用小脑模型关节控制器(CMAC)作为性能势Q值函
数的逼近器, 给出了一种适用于平均和折扣两种性
能准则、并且不依赖于系统模型参数的CMAC-Q学
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习优化算法.

2 搬搬搬运运运系系系统统统作作作业业业分分分配配配问问问题题题(Task assignment
of handling system)
本文主要研究两机器人双传送带搬运系统, 如

图1所示[2]. 机器人R1和R2对立分布在两个并列的

传送带两旁, 两个传送带上的工件分别按照相同的
间隔时间分布随机到达,其上游装有一个视觉传感
器, 用来帮助机器人获取传送带上一定长度范围内
的工件信息,即工件所处的位置.这里, 一般假设工
件的大小、方向及传送带速度固定.

图 1 搬运系统模型

Fig. 1 The physical model of a handing system

每个机器人可执行3种行动: 等待(wait)、捡取
(pick)、放置(place). 如图1所示, 两个捡取点并列分
布在两个传送带上, 机器人可捡取任一捡取点上的
工件(两个机器人不能同时捡取工件,捡取工件所用
时间忽略不计). 即在同一时刻, 机器人一次最多可
捡取两个工件. 每个机器人旁都有一个工件箱, 用
来存放捡取的工件, 放置工件需一定的时间. 机器
人只要持有工件便可执行放置动作,两个机器人可
同时放置工件.当机器人不在捡取点时,则一定处在
放置工件的过程中, 这段时间机器人不需要进行任
何决策. 因此只需讨论机器人在捡取点时的行动模
式,有3种情况: 1)机器人所持工件个数等于它所能
持有的最大数目时,只能进行放置; 2)所持工件个数
为0, 若捡取点上无工件,则只能等待,若有工件,则
可进行捡取或等待; 3)所持工件个数大于0,并小于
最大持有数目时,若捡取点上无工件,可进行等待或
放置,有工件,则可进行等待、放置或捡取.

机器人高速运转会导致传动装置发热,其热量累
积公式为[3]

O(t + ∆t) = K1O(t) + (1−K1)i2(t). (1)

其中: ∆t为离散化采样周期, 表示传送带走过一个
工件长度所用的时间,记∆t = 1步; O(t)为t时刻的

热量, 且O(0) = 0; K1 = 0.99917为机器人传动装
置的热量累积参数; i(t)为t时刻的电流,与文献[3]相
似, 令机器人在捡取或放置工件时i(t)为一常数, 等
于5 A,等待时间为0.

若机器人从传送带上捡取工件, 会得到相应报
酬; 若从传送带上流失了工件, 则要付出相应的代
价; 若任一个机器人的发热量超出了它所能承受的
最大热量,则整个搬运系统需停机进行维修,并付出
相应的代价. 机器人作业分配的目标就是在决策时
刻,机器人根据当前系统状态, 采取联合行动,使系
统报酬准则函数在无穷时段水平下期望值最大.系
统中,令M表示一个机器人所能持有的最大工件个

数; L表示视觉传感器的视觉范围大小,单位为一个
工件长度; G表示机器人放置工件所需时间,单位为
一步, 即一个step; J表示机器人所能承受的最大热

量,单位为焦耳.

3 数数数学学学模模模型型型(Mathematical model)
当工件分别按参数为λ的Poisson流(以step为时

间单位)到达每个传输带时, 两机器人搬运系统可
用一个离散时间MDP模型来近似描述. X(t) =
X(XP (t), XR(t))为t时刻系统的状态, 包括工件信
息和机器人信息. t时刻传感器视觉范围内的工

件信息记为XP (t) = {xp1
(t), xp2

(t), · · · , xp
L
(t)},

xp1(t)为捡取点位置的工件个数, xp
l
(t)为捡取点向

前l − 1个单位位置上的工件个数, 有0 6 xp
l
(t) 6

2, l = 1, 2, · · · , L. XR(t) = {XR1(t), XR2(t)}为t时

刻两个机器人R1, R2的状态. XRi
(t) = {xc

i
(t),

xq
i
(t)}为t时刻第i个机器人所持工件个数(或所

处位置)以及热量值. 当机器人在放置过程, 无
需决策, 它所持有的工件个数也无需考虑, 故可
用xc

i
(t) ∈ {M+1,M+2, · · · ,M+G−1}来表示机

器人离开捡取点的位置, xc
i
(t) ∈ {0, 1, · · · ,M}表

示机器人在捡取点位置所持工件的个数, 则 0 6
xc

i
(t) 6 M + G− 1. 另外, xq

i
(t)表示热量值.本文

分别用3个整数0, 1, 2来表示等待、放置、捡取3种行
动, a(t) = {a1(t), a2(t)}为t时刻两个机器人采取的

联合行动(共有8种). 令u(t)为采取行动a(t)后,机器
人捡取的工件数; l(t)为采取行动a(t)后至下一决策
时刻前,传送带上流失的工件数; r1和r2分别表示捡

取一个工件所得到的报酬与流失一个工件所付出的

代价.

记系统状态空间为Φ,联合行动集为D,则平稳策
略v表示映射v : Φ→D,即a(t)=v(X(t)). 状态转移
规律满足方程X(t + 1) = σ(X(t), a(t)), 它由系统
的转移函数 σ(·)确定, 可用转移概率PX(t)X(t+1)

(a(t))表示. 记P v = [PX(t)X(t+1)(a(t))], f(X(t),
a(t)) = r1 × u(t) − r2 × l(t)表示系统的报酬
函数, 则系统的运行和动态特性可近似用一个
MDP(X(t), Φ, D, P v, fv)来描述.
定义任意状态 i 的无穷时段折扣报酬准则为
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ηv
β(i) = (1− β)E[

∞∑
0

βtf(X(t), a(t))|X(0) = i]. 这

里0 < β < 1是折扣因子, β = 1时, 其极限就是平
均准则ηv. 系统的优化目标就是选择一个最优策
略v∗使得选择的性能准则值最大.

4 CMAC-Q学学学习习习算算算法法法(CMAC-Q learning al-
gorithm)

4.1 性性性能能能势势势Q学学学习习习(Performance potential Q-learn-
ing)

Q学习本质上是基于数值迭代的思想[7],通过仿
真学习状态–行动对(X, a)的函数值进行问题的求
解. 结合性能势概念[8],平均和折扣性能准则下统一
的即时差分公式为

dt = f(X(t), a(t))−βηt+βmax
a∈D

Qβ(X(t+1), a)−
Qβ(X(t), a(t)). (2)

其中

ηt = (1− δt)ηt−1 + δtf(X(t), a(t)) (3)

为平均代价的学习公式, δt为学习步长. Q值的迭代
学习公式为

Qβ(X(t), a(t)) := Qβ(X(t), a(t)) + γtdt. (4)

这里γt为另一学习步长,一般比δt衰减慢.
Q学习一般用于有限状态行动集的MDP问题,学

习中要为每个状态–行动对建立一个与其一一对应
的性能值表格.最后,比较给定状态下每个行动的性
能值,找出其最优行动,构成一个最优或次优策略.

4.2 基基基于于于CMAC网网网络络络的的的Q学学学习习习(Q-learning based
on CMAC networks)

CMAC网络是Albus于1975年提出的一种局部逼
近神经网络[9],适合在线学习.网络的输入可以是多
维连续的矢量, 每个输入矢量在网络内被量化, 并
激活记忆空间中C个单元(C称为网络的泛化参数),
被激活的单元输出为1, 未被激活的单元输出为0,
网络输出为所有单元输出的加权和.网络的学习过
程就是不断地根据输入数据对记忆空间中的权值

进行调整, 使权值的分布能够反映所要求的非线性
关系.其中,权值调整采用的是有监督的δ学习算法.
CMAC网络权值的调整公式为

∆Wx = ζ(yd − y)/C. (5)

Wx为输入样本X对应的C个记忆单元的权值向

量, 记Wx = {w
X,1 , wX,2 , · · · , w

X,C
}, ζ为网络自身

的学习步长, yd为期望输出, y为网络的实际输出.对
于输入空间较大的情况,需记忆单元的数量也较大.
为节省存储空间, Albus提出了hash编码, 将权值存
储于数量大大少于记忆单元的hash单元中, 记忆单

元中只存储hash单元的散列地址编码[10].

CMAC网络应用到Q学习, 能够解决状态混杂、
大规模状态空间等情形下的强化学习问题.本文为
每个联合行动设置一个网络, 用来存储对应的Q值
表.在t时刻,行动a(t)的网络中, 记输入X(t)对应的
权值向量为WX(t),a(t)(t), 其输出为Qβ(X(t), a(t),
WX(t),a(t)(t)), 后者近似表示 t时刻状态–行动对
(X(t), a(t))的性能势学习值. 本文考虑的系统中,
状态X(t)可用一个L + 2 × 2维向量表示, 前L维表

示从视觉传感器得到的L个工件长度传送带上的工

件位置及个数,后2 × 2维表示系统中机器人各自所
持有的工件个数和热量. 于是,每个联合行动要设置
一个(L + 2 × 2)维输入单输出的CMAC网络. 本系
统中,由于行动集规模不大,仅为8个行动,因此这种
设置是合理的.

根据公式(2), 采用CMAC逼近结构时, Q学习的
统一即时差分公式为

d′t = f(X(t), a(t))− βηt + βmax
a∈D

Qβ(X(t + 1), a,

WX(t+1),a(t))−Qβ(X(t), a(t),WX(t),a(t)(t)).

(6)

其中: ηt和δt的物理意义同公式(3)中的一致, d′t可

视为公式(5)中的网络期望输出与实际输出的差
值(yd − y). 因此, CMAC网络的权值调整公式为

∆WX(t),a(t) = ζtd
′
t/C. (7)

CMAC-Q学习算法描述如下:

Step 1 初始化每个行动所对应的CMAC网络的
权值向量,设置学习次数I ,令t = 0, ηt = 0;

Step 2 初始化每次学习的步数K;

Step 3 观察t时刻的状态X(t),由CMAC网络计
算出X(t)对应的所有可选行动的性能值;

Step 4 从状态X(t)对应的可选行动集中按ε-
greedy策略选择行动a(t);

Step 5 执行行动a(t), 仿真或观测实际系统得
到下一状态X(t + 1);

Step 6 选择学习步长δt和ζt, 按式(3)(6)(7)调整
行动a(t)对应的CMAC网络的权值;

Step 7 t := t+1, K := K−1,若K > 0,转step
3; 否则,令I := I − 1,若I > 0,转step 2,否则学习
结束.

5 仿仿仿真真真结结结果果果(Simulation results)
令M = 4, L = 6, G = 3, r1 = 1, r2 = 1. 根据文

献[3],令J = 17.86,系统维修一次时间为180步.

由参数设置,系统的状态需用L+2×2 = 10维的
向量表示. 在CMAC-Q学习算法中, 可采用8个结构
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相同的10输入单输出的CMAC网络来分别保存8个
行动所对应的Q值. CMAC网络的泛化参数C = 2,
量化级数q = (3, 3, 3, 3, 3, 3, 7, 10, 7, 10). 于是,系统
状态数为36 × 72 × 102 = 3572100,直接使用Q学习
算法,需要28576800个存储单元. 使用CMAC网络存
储性能值时, 由于可通过hash函数对存储空间进行
压缩, CMAC-Q学习算法中每个网络一般只需存储
大约8000个权值,即总共只需约64000多个存储单元
就可以逼近得到所有状态行动对的性能值.

Q学习中, 对热量值进行离散化, 取热量划分等
级数H = 10. 算法参数 I = 200, K = 50万,
δt = 1/(t+1), ε = 0.1, ζt和γt都初始化为0.25,此后
每学习1000万步, ζt和γt均衰减一半.学习结束后,对
每个给定状态,比较所有行动的Q值,找出最优行动,
从而构成一个策略.然后根据该策略,模拟实际系统
的运行过程(运行步数100万),计算相关结果,进行测
试比较. 图2∼4为平均准则下,不同工件到达率时的
统计实验结果(5次独立实验平均值).

图2∼4中, 工件处理率为两机器人总共捡取的
工件数与传送带上总流过的工件数之比,反映了系
统的工作效率;机器维修率为仿真期间系统维修所
用时间步数与总仿真步数之比,反映了系统的稳定
性; 系统中两个机器人R1, R2各自的工件处理率,
反映了他们分摊的任务,数值越接近则系统的均衡
性越好. 显然, 工件到达率越大、处理率越低、维修
率越高. 这3个图还分别说明, CMAC-Q算法得到的
工件处理率、系统稳定性和均衡性均略优于Q学习
算法. 这是因为Q学习需对机器人的发热量进行离
散化处理, 导致一定的离散化误差, 并且, 学习过
程中没有经历的状态–行动对的Q值不会发生变化.
而CMAC网络能够处理连续输入变量, 尽管仿真中
其内部的量化级数与Q学习时所划分的等级数相等,
但该网络本身具有信息的分布式存储功能,具有一
定的泛化能力,因而学习效果要略好一些. 实验结果
也显示出CMAC-Q算法在处理具有连续状态变量和
大状态空间问题时所具有的优势.

图 2 系统工件处理率(β = 1)
Fig. 2 The processing rates of the system (β = 1)

图 3 系统维修率(β = 1)
Fig. 3 The maintenance rates of the system (β = 1)

图 4 两机器人各自的工件处理率(β = 1)

Fig. 4 The processing rates of each robot (β = 1)

本文还把CMAC-Q与一种改进的Q学习算法,即
基于模拟退火Metropolis准则的Q学习(简记SA-Q),
进行了比较. 图5为β = 1和λ = 0.5时, 3种算法的平
均报酬优化曲线,其中, 每学习50万步,产生一个策
略,根据该策略模拟实际系统的运行(100万步),统计
得到相应平均报酬. 显然, SA-Q要优于一般Q学习.
与SA-Q和Q学习相比, CMAC-Q在学习较少的步数
后就能得到较好的结果. 原因是CMAC作为一种局
部逼近的神经网络,每次学习修正的权值极少,学习
速度快;且CMAC网络具有一定的泛化能力,某一局
部点的学习结果可以影响到未被训练的地址单元,
从而能大大提高学习效率.

在INTEL双核CPU1.60 GHz、内存为1 G的PC机
上对上述3种算法进行测试比较, 结果见表1. 可见,
CMAC-Q的学习值达到相对稳定的学习步数和用时
最小, 但每学习一次(50万步)的平均用时最大(因为
要进行相对复杂的CMAC网络计算); Q学习的学习
步数和用时最多,但每次学习的平均用时最小,计算
最简单. SA-Q算法处于两者之间.
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图 5 平均报酬优化曲线(β = 1, λ = 0.5)
Fig. 5 The optimization plots of average rewards

(β = 1, λ = 0.5)

表 1 3种算法相关学习结果
Table 1 Learning results of three algorithms

算法 平均报酬 学习时间/s 步数/万 存储单元

Q 0.7042 约620 200×50 28576800
SA-Q 0.7048 约300 85×50 28576800

CMAC-Q 0.7076 约225 45×50 约64000

图 6 状态X1和X2的折扣报酬优化曲线(β = 0.9, λ = 0.5)
Fig. 6 The optimization plots of discounted rewards of X1

and X2(β = 0.9, λ = 0.5)

图6为β=0.9, λ=0.5时, 两种算法下状态X1 = (0
0 0 0 2 1 0 0 0 0)和X2=(0 0 0 0 2 1 0 0 17.85 17.85)的
折扣报酬曲线. 显然, 状态X2的折扣报酬小于状

态X1的折扣报酬, 与实际情况相符. 这是因为状
态X2时的热量值已接近机器人所能承受的最大热

量, 因而从该状态出发产生的折扣报酬统计意义上
应小些. 图6还说明,在折扣性能准则下, CMAC-Q学
习与传统Q学习和有关改进Q学习相比,学习速度也
同样有很大的提高, 并且优化结果也略优于Q学习
算法产生的结果.

6 结结结论论论(Conclusions)
本文针对两机器人双传送带搬运系统, 研究给

出的适用于平均或折扣准则的CMAC-Q学习优化算
法,与传统的Q学习相比,在求解具有连续状态变量
和状态空间巨大的Markov系统优化问题时,具有一
定优越性. 一方面,它能节省大量存储空间,另一方
面, 它能提高学习速度.在实际的生产过程中, 搬运
系统可能包含更多数目或功能不同的机器人, 其作
业分配问题将有待深入研究.
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