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Abstract: An integrated model of rough sets and support-vector-machines for the default prediction of short-term loan

is proposed. The financial data is discretized by using self-organizing mapping neural network; and the evaluation indices

are reduced with no information loss through genetic algorithm. The reduced indices together with relevant data are used to

train support-vector-machines and discriminate between healthy and default testing samples. 558 manufacturing industry’s

loan firms and 522 real estate industry’s loan firms are selected as test samples, The prediction accuracy of the integrated

model combining rough sets and support-vector-machines is better than that of other methods such as BP neural network,

multiple discriminant analysis and logistic regression.
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1 ������(Introduction)

2004�6����������	, �

���	���������	�	
����

����������, �
������
�

�	, ��������
����������.

��, �����������	������

	�	���: 
�����	�������

���
�
�����	�, �JP Morgan 	�

�Credit Metrics���Mckinsey���Credit Portfo-

lio View ���CSFB �Credit Risk+��
, 	�	


��	�������	���
	, ���

���
	
�������.
���
��

�������
�������������,

������Logistic �
���������

��

������	
�����[1]. ��,

�����(support vector machine, SVM)��

��	, ������	��������
��

������������		�, 
�����

����
��������[2].

���������������	���

������, ������, �����	

�, ����
������, �������

�
��
��, ��������������

���������

�,�	
������

�����������������, ����

�	����	
��������, �����

���������
�,��
�������

�����������	,�������(self-

organizing mapping, SOM)�����������

���,������������������,

���������������������

�,��������������������

�	��: 2008−06−27;��
	��: 2009−03−12.

����: 
���
���	�		��(08JC790096);�����
���	�����������		����.
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����������		,���	�����

��
�,������

��	��

��.

2 ���������������������������������������������������

���������


���(Loan default prediction system

based on integration of rough sets and sup-

port vector machine)
������������
���	�

	�, �
�	�
�����, �
		�


���, ���������(�����)��

���(��
�������), ��
�	

��S = (U,C ∪ D, V, f), �	U	�����


, C	������, D	������, VA	

�a ∈ C ∪ D ��
, f : U × (C ∪ D) → V�


����. 
R�

��
�, �r ∈ R, �

�ind(R) = ind(R − {r}) , ��r�R	����,

��r�R	�����. ��p = R − {r}���
�,�P�R	�
���, R	��������


���[3].

��������������������

��
�����	���: �1�������,

������: ���������

�,���

������(SOM)�������������

����������, �����������

��������,����	�������

�; ����������������	���

��������������, ������

�����. �2�����
�,�
����	

�������	����������SVM �

�
�	������,�	��
�.

2.1 ������SOM������������������������������(Discreti-

zation for continuous attributes based on SOM

network)
��������������, ����

�����������������. ��

��SOM�����������, ����	

���������, ��
���
���

������[4]. SOM ��	�
����

�W j = Wj/‖Wj‖�P̄k��������

dj = [
N∑

i=1

(p̄k
i − w̄ji)2]1/2. (1)

��
�������������	
��

wji(t + 1) = wji(t) + η(t)[pk
i − wji(t)]. (2)

�	j = 1, 2, · · · ,M , η(t)��	�.

2.2 ���������������������(Reduction of attributes)
�������������������
,

��
������������������,

���	���������, �	�����

�
����������. ���	�����

���	�, �������	���	����

���	����
. ���������	�

�����, ����������, �����

�:��������	
�����,	��1�

	�����������,���������

���,�������
������[5]. ��

����:

F (V ) =
n − LV

n
+

2CV

m2 − m
. (3)

�	: n��������, LV�����V��	

�������, CV����V��������

��, m�������. �����
�����

��LV�������,�
�������

����������	.

2.3 ���������������������������������(Traning and test-

ing of support vector machine)
��������������	�����

������������, �������

��	����������[6,7]: �����

����, {xi, yi}n
i=1 , xi = (x(1)

i , x
(2)
i , · · · , x

(m)
i ) ∈

R
m�����,���������������

������; yi ∈ {−1, 1}������	,�

������	�����. �������:

min
w,b,ξ

1
2
wTw + γ

n∑

i=1

ξi,

s.t. yi[
n∑

i=1

wiϕi(xi) + b] � 1 − ξi, ξi � 0.

(4)

�	: ϕi(x)������, w��
����

��	�����, b���, ξi����

��
��, γ�
��
�, 
�����

�����, ������
�������

�����. ���
���������,

�����Mercer����	���K(xi, xj) =
ϕ(xi)ϕ(xj)�������	ϕ(xi)ϕ(xj), ��

����
������
����������

�:

max
α

n∑

i=1

αi − 1
2

n∑

i=1

n∑

j=1

αiαjyiyjK(xi, xj),

s.t.
n∑

i=1

αiyi = 0, 0 � αi � γ.

(5)

��
��
�����,	���������

�����,�������,�
��	
�
�

����. 
�(5)	����αi > 0,������
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; KKT b,

:

f(x) = sgn[
n∑

i=1

αiyiK(xi, x) + b]. (6)

: 1) (RBF):

K(xi, xj) = exp(−‖xi − xj‖2/2σ2); 2) Sigmoid

: K(xi, xj) = tanh(kxi · xj − θ); 3)

: K(xi, xj) = (xi · xj + 1)d, d = 1, 2, · · · . RBF

,

. Sigmoid

RBF , .

RBF ,

; ,

. ,

RBF .

3 (Experiment)
3.1 (Data and variables)

2002

7 ∼12 , 2003 12 1

,

, 279 (

),

( ) , 558 .

,

, 3-- ,

: 558 3

S1, S2, S3, 93

93 , 3 , 1

, S2, S3 , S1 ;

2 , S1, S3 , S2

; 3 , S1, S2 , S3

; 3

1116,

3

558. ,

261 261 ,

522 , 3-- 87

87 .

, ,

( C1, / C2,

C3, C4, C5,

C6), ( C7, C8,

C9, C10),

( C11, C12,

C13, C14) (

C15, C16,

C17)4 17

, 1. ,

,

;

;

,

, ,

, ,

1 ,

2 , 2.

3.2 (Continuous attributes dis-

cretised values)
SOM 558

,

, ,

, , ,

, SOM

4 , 1.

3.3 (Result of attributes reduc-

tion)

, Pc = 0.8,

Pm = 0.04, 67 , 3

{C2, C5, C8, C12, C16 }, {C3, C5, C9, C12,

C15 }, {C3, C5, C7, C11, C15 },

,

, ,

,

, :

Rc = (No −Nr)/(No − 1), No

; Nr .

, {C3, C5, C9, C12,

C15} .

3-- ,

, .

3.4 SVM (Training

and testing results of SVM model)
(RBF) :

γ δ2,

,

,

,
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�������[8]. 	
�����γ����

�1�200��,��δ2�����1�200��,��

��������3--�������������

	3��.

� 1 ���������

Table 1 Condition attributes intervals for discretization

���� �� 1 2 3 4

����� C1 [0, 0.4127) [0.4127, 0.6435) [0.6435, 0.8072) [0.8072, 1]

��/����� C2 [0, 1.15) [1.15, 2.24) [2.24, 3.18) [3.18, +∞]

����� C3 [−∞, −0.11) [−0.11, 0.98) [0.98, 3.61) [3.61, +∞]

�
� C4 [0, 0.68) [0.68, 1.79) [1.79, 2.83) [2.83, +∞]

��
� C5 [0, 0.33) [0.33, 0.91) [0.91, 1.47) [1.47, +∞]

��
� C6 [0, 0.04) [0.04, 0.12) [0.12, 0.20) [0.20, 1]

����� C7 [−∞, 0.0199) [0.0199, 0.0785) [0.0785, 0.1917) [0.1917, +∞]

���� C8 [−∞, −0.0093) [−0.0093, 0.057) [0.057, 0.095) [0.095, +∞]

������� C9 [−∞, −0.0312) [−0.0312, 0.0459) [0.0459, 0.0936) [0.0936, +∞]

������ C10 [−∞, 0.0022) [0.0022, 0.0154) [0.0154, 0.057) [0.057, +∞]

������ C11 [0, 0.0228) [0.0228, 0.0733) [0.0733, 0.1944) [0.1944, +∞]

������� C12 [0, 0.0173) [0.0173, 0.1825) [0.1825, 1.076) [1.076, +∞]

	���� C13 [0, 0.437) [0.437, 1.962) [1.962, 3.138) [3.138, +∞]

������� C14 [0, 0.551) [0.551, 2.177) [2.177, 3.746) [3.746, +∞]

������ C15 [−∞, −0.1243) [−0.1243, 0.0791) [0.0791, 0.2148) [0.2148, +∞]

���� C16 [−∞, −0.114) [−0.114, 0.0911) [0.0911, 0.3676) [0.3676, +∞]

����� C17 [−∞, −0.056) [−0.056, 0.0721) [0.0721, 0.148) [0.148, +∞]

� 2 ������

Table 2 Qualitative attributes

���� �� 1 2 3 4

���� C18 ��� ����

��	� C19 ���� ���� ���� ����

���� C20 ��
�	��� �	�	���

� 3 ����������3--������������(%)

Table 3 Classification accuracy of various parameters in SVM using 3-fold cross-validation

δ2 = 1 δ2 = 25 δ2 = 50 δ2 = 75 δ2 = 100 δ2 = 200
γ

�� 
� �� 
� �� 
� �� 
� �� 
� �� 
�

1 86.92 73.12 81.36 76.34 79.84 75.45 78.49 74.55 77.24 72.94 76.79 72.58

10 92.20 70.97 82.97 78.67 82.71 78.85 81.00 77.24 80.20 75.45 80.02 74.73

50 94.80 68.10 84.05 79.21 85.66 81.00 83.87 79.39 83.87 78.49 82.26 78.32

75 96.33 68.64 85.39 77.96 86.29 82.80 84.77 81.72 84.41 79.93 82.26 78.67

100 97.67 67.74 86.47 77.24 86.11 81.54 85.39 82.08 84.68 80.47 83.24 79.75

150 98.03 67.56 87.28 77.42 86.83 80.29 85.66 80.11 84.59 78.67 84.14 80.11

200 98.66 67.20 87.90 76.70 86.92 79.03 85.84 79.21 84.50 77.42 84.59 79.03

�1	�δ2=50�, ����������

��γ�
������, �	3��1��	,

�γ�����,�������������

��, ���
�������������

�γ����, �
�
������γ�

�����(δ2=1����,��������

γ����),�	���γ��������

�������, �������
����

�������. �2	�γ=75�,�����

����δ2�
������, �	3��2��
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	, �	�������������δ2��

�, �	�
��������������

δ2����,�
�
������δ2��

���	���, �	���δ2������

������, ���δ2����������

�
�.�	3���	,�γ=75�δ2=50�,��

��������
���������82.8%.

� 1 ���������γ�����(δ2=50)

Fig. 1 Classification accuracy of various γ in which δ2=50

� 2 �������δ2�����( γ=75)

Fig. 2 Classification accuracy of various δ2 in which γ=75

�������	������Sigmoid��

���3--�����,�	������(RBF)�


�����������������, �

����������(RBF)�������

�� [9],�����������(RBF)���

����������.

3.5 ���������


������������������������������������




 (Comparing classification accuracy of man-

ufacturing industry testing sample in different

models)

�����
�������������

�
��������	����, ���RS--

SVM������
����������

�BP�����	�����(MDA)�Logistic�

�
��������
, �
�	��

���������,�1��������

����
��,�2������
���

�����, 3�
�����������	�

	4.

		4��, �S1, S2, S3�
����	3�


����, ���������������

������1����2�������

��BP�������MDA���Logistic��,

�3�
�����, ����������

��������������
BP����

���MDA���Logistic���4.48%�10.04%�

8.96%,������������������

�����
.

� 4 ������	3--������������
�

Table 4 Classification accuracy of manufacturing industry testing sample using 3-fold cross-validation

S1� S2�
��

�1��/(%) �2��/(%) ����/(%) �1��/(%) �2��/(%) ����/(%)

RS--SVM 15.05 17.20 16.13 18.28 17.20 17.74

BPN 19.35 21.51 20.43 20.43 23.66 22.04

MDA 24.73 26.88 25.81 30.11 26.88 28.49

Logistic 25.81 24.73 25.27 29.03 25.81 27.42

S3� 3�
��
��

�1��/(%) �2��/(%) ����/(%) �1��/(%) �2��/(%) ����/(%)

RS--SVM 16.13 19.35 17.74 16.49 17.92 17.20

BPN 23.66 21.51 22.58 21.15 22.23 21.68

MDA 29.03 25.81 27.42 27.96 26.52 27.24

Logistic 26.88 24.73 25.81 27.24 25.09 26.16
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3.6 ������������


������������������������������������




(Comparing classification accuracy of real

estate industry testing sample in different mod-

els)
�������������
�	�,��

��������{C5, C7, C12, C15, C19 }���
�������,�γ=75�δ2=50�,�����

������������������, RS-

-SVM�������
����������

�BP�����	�����(MDA)�Logistic�

��������

��	5��. �3�


�����, ������������

������������������3�

������, 	������(������

�������)⊂(BP������)⊂(logistic�

�)⊂(MDA��).

� 5 �������	��������
�

Table 5 Classification accuracy of real estate

industry testing sample using 3-fold

cross-validation

�� �1��/(%) �2��/(%) ����/(%)

RS--SVM 18.39 19.54 18.97

BPN 22.99 24.52 23.75

MDA 30.65 27.97 29.31

Logistic 29.12 27.97 28.54

4 


���(Conclusion)
���	�
�������������

������������, ��	
����

��������������������

�3--��������		, 
�	�: ���

�������������, �������

���
�, ���������������

�����������BP�������MDA

���Logistic��, �	����82.8%, ���

��81.03%. ���������������

�������������γ���δ2��,

����������,�γ=75�δ2=50�,��

����������������
����

�����.
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