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摘要:针对现有机器人路径规划强化学习算法收敛速度慢的问题,提出了一种基于人工势能场的移动机器人强
化学习初始化方法. 将机器人工作环境虚拟化为一个人工势能场,利用先验知识确定场中每点的势能值,它代表最
优策略可获得的最大累积回报. 例如障碍物区域势能值为零,目标点的势能值为全局最大.然后定义Q初始值为当

前点的立即回报加上后继点的最大折算累积回报. 改进算法通过Q值初始化,使得学习过程收敛速度更快,收敛过
程更稳定. 最后利用机器人在栅格地图中的路径对所提出的改进算法进行验证,结果表明该方法提高了初始阶段
的学习效率,改善了算法性能.
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Initialization in reinforcement learning for mobile robots path planning
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Abstract: To improve the convergence rate of the standard Q-learning algorithm, we propose an initialization method
for the reinforcement learning of the mobile robot, based on the artificial potential field (APF) -a virtue field of the robot
workspace. The potential energy of each point in the field is specified based on prior knowledge, which represents the
maximum cumulative reward by following the optimal path policy. In APF, points corresponding to obstacles have null
potential energy; the objective point has the global maximum potential energy in the workspace. The initial Q value
is defined as the immediate reward at the current point plus the maximum cumulative reward at succeeding points by
following the optimal path policy. By initializing the Q value, we find that the improved algorithm converges more rapidly
and steadily than the original algorithm. The proposed algorithm is validated by the robot path in the grid workspace.
Results of experiments show that the improved algorithm promotes the learning efficiency in the early stage of learning,
and improves the performance.
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1 引引引言言言(Introduction)
随着机器人应用领域的不断拓展,机器人所面临

的任务也越来越复杂,尽管很多情况下研究人员可
以对机器人可能执行的重复行为进行预编程,但为
实现整体的期望行为而进行行为设计变得越来越困

难,设计人员往往不可能事先对机器人的所有行为
做出合理的预测[1];因此,能够感知环境的自治机器
人必须能够通过与环境的交互在线学习获得新的行

为,使得机器人能够根据特定的任务选择能达到目
标的最优动作[2–3].
强化学习利用类似于人类思维中的试错(trial-

and-error)的方法来发现最优行为策略,目前已经在

机器人行为学习方面展现出了良好的学习性能[4–5].
Q–学习算法是求解信息不完全Markov决策问题的
一种强化学习方法,根据环境状态和上一步学习获
得的立即回报, 修改从状态到动作的映射策略, 以
使行为从环境中获得的累积回报值最大,从而获得
最优行为策略.标准Q–学习算法一般将Q值初始化

为0或随机数, 机器人没有对环境的先验知识, 学习
的初始阶段只能随机地选择动作,因此,在复杂环境
中算法收敛速度较慢[6–7]. 为了提高算法收敛速度,
研究人员利用先验知识对Q值进行初始化, 提高初
始阶段学习效率, 加快算法收敛速度. 目前, 对Q值

进行初始化的方法主要包括神经网络法[8]、模糊规
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则法[9]、势函数法[10]等. 神经网络法利用神经网络
逼近最优值函数,将先验知识映射成为Q函数表,使
机器人在整个状态空间的子集上进行学习,从而能
够加快算法收敛速度.模糊规则法根据初始环境信
息建立模糊规则库, 然后利用模糊逻辑对Q值进行

初始化. 势函数法在整个状态空间定义相应的状态
势函数,每一点势能值对应于状态空间中相应离散
状态值,然后利用状态势函数对Q值进行初始化,学
习系统的Q值可以表示为初始值加上每次迭代的改

变量. 在机器人的各种行为当中,机器人必须遵守一
系列的行为准则,机器人通过认知与交互作用涌现
出相应的行为与智能, 机器人强化学习Q值初始化

就是要将先验知识映射成为相应的机器人行为.因
此,如何获得先验知识的规则化表达形式,特别是实
现领域专家的经验与常识的机器推理,将人的认知
和智能转化为机器的计算和推理的人机智能融合技

术是机器人行为学习急需解决的问题.

针对上述研究现状及不足,本文提出了一种基于
人工势能场的移动机器人路径规划强化学习初始化

方法. 根据已知环境信息在机器人工作空间构建人
工势能场,使得障碍物区域势能值为零,目标点具有
全局最大的势能值,整个势能场形成单调递增的曲
面,这时人工势能场中每个状态的势能值就代表该
状态可获得的最大累积回报. 然后将所有状态–动
作对的Q(s, a)初始值定义为当前状态执行选定的动
作获得的立即回报加上后继状态遵循最优策略获得

的最大折算累积回报(最大累积回报乘以折算因子).
通过Q值初始化能够将先验知识融入到学习系统中,
对机器人初始阶段的学习进行优化,从而为机器人
提供一个较好的学习基础. 改进算法通过Q值初始

化,使得算法收敛速度更快,收敛过程更稳定. 最后,
笔者利用机器人在栅格地图中的路径规划问题对所

提出的算法进行了仿真实验.

2 人人人工工工势势势能能能场场场模模模型型型(Model of artificial poten-
tial field)
人工势能场法是由Khatib最先提出来的一种虚

拟方法[11],最初只是为了解决机械手臂的避障问题,
目前已成为应用最为广泛的机器人实时路径规划方

法之一.其基本原理是将机器人的整个工作环境虚
拟化为每一状态点都具有相应势能的空间,目标点
在全局环境产生引力势场,障碍物在局部产生斥力
场,利用叠加原理将引力场与斥力场叠加产生势场
中每个状态的总场强. 在人工势场中机器人依靠斥
力场进行避障,利用引力场趋向目标,使得机器人能
够从起始位置出发, 避开障碍物到达目标点. 目前,
大多采用库伦定理创建人工势能场计算模型,某一

状态的势能大小与该状态和目标之间的距离平方成

正比,与该状态和障碍物之间的距离成反比,计算式
如下:

U(s) = Ua(s) + Ur(s), (1)

其中: U(s)为状态s点的势能, Ua(s)为引力场在状
态s点产生的势能, Ur(s)为斥力场在状态s点产生的

势能, Ua(s)与Ur(s)分别由式(2)和式(3)进行计算.

Ua(s) =
1
2
kaρ

2
g(s), (2)

其中: ka为比例因子, ρg(s)为状态s点与目标点之间

的最短距离.

Ur(s) =





1
2
kr(

1
ρob(s)

− 1
ρ0

)2, ρ(s) < ρ0,

0, ρ(s) > ρ0,

(3)

其中: kr为比例因子, ρob(s)为状态s点与障碍物之间

的最短距离, ρ0为障碍物影响系数.

按照上述方法构造的人工势能场使得机器人工

作的环境被转换为一个矢量场, 目标点具有最低势
能,势能值为零, 障碍物区域具有最高势能.为了缩
小势能场量值的范围差, 并且使目标点具有全局最
高势能,利用式(4)对构造的矢量场进行归一化处理:

U ′(s) =
Umax(s)− U(s)
|Umax(s)| , (4)

其中: U ′(s)为势能场U ′中状态s的势能, Umax(s)为
势能场中最高的势能,其对应的势能值为|Umax(s)|.
通过上式转换在机器人工作空间构造出一个新的势

能场, 使得障碍物区域势能值为零, 目标点势能值
为1,并且整个势能场形成单调递增的曲面.

3 改改改进进进的的的Q–学学学习习习算算算法法法(Improved Q-learning
algorithm)

3.1 Q值值值初初初始始始化化化(Q values initialization)
机器人在强化学习过程中,通过传感器感知周围

环境获知当前状态,并选择当前要执行的动作,环境
响应该动作给出立即回报,并产生新的状态. 机器人
强化学习的任务就是获得一个最优策略使得机器人

从当前状态出发获得最大的折算累积回报. 机器人
从任意初始状态st出发获得的累积回报定义如下:

V π(st)=rt+γrt+1+γ2rt+2 + · · ·=
∞∑

i=0

γirt+i, (5)

其中: π为控制策略, r为获得的立即回报序列, γ为

折算因子. 则机器人从状态s出发遵循最优策略所获

得的最大累积回报V ∗计算如下:

V ∗ = arg max
π

V π(s), ∀s. (6)

在已知的初始环境中,根据目标点和障碍物的位
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置信息构建人工势能场, 这时人工势能场中每个状
态的势能值就代表该状态的最大累积回报V0(si),其
关系式如下:

V0(si) = |U ′(si)|, (7)

其中: |U ′(si)|为根据已知环境信息构造的人工势能
场中状态si的势能值, V0(si)为状态si遵循最优策略

所能获得的最大累积回报. 状态–动作对(si, a)的初
始Q值定义为在状态si下选择动作a所获得的立即

回报r加上后继状态的最大折算累积回报:

Q0(si, a) = r + γV0(sj), (8)

其中: sj为机器人在状态si下选择动作a所产生的后

继状态, Q0(si, a)为状态–动作对(si, a)的初始Q值,
r为立即回报,计算公式如下:

r =





1, sj为目标点,

− 0.2, sj为障碍物区域点,

− 0.1, 其他.

(9)

为了说明机器人强化学习Q值初始化过程,选择
仿真实验中机器人目标点邻域进行演示. 在人工势
能场中,目标点邻域内状态的势能值如图1节点中数
值所示, 每个节点对应于一个离散的状态, 每个状
态的最大累积回报等于该状态的势能值,深灰色节
点表示目标状态, 浅灰色节点表示障碍物. 每个箭
头代表一个动作, 若机器人导向目标状态G则获得

的立即回报为1, 若与障碍物发生碰撞则获得的立
即回报为– 0.2, 若机器人在自由空间移动则获得的
立即回报为– 0.1. γ为折算因子,选择γ = 0.95,根据
式(8)即可实现对Q值的初始化,每个状态–动作对的
初始化Q值如图1中箭头代表数值所示. 初始化完成
以后, 机器人在初始环境的任意状态下都能够选择
合适的动作,当机器人面临较复杂的环境时,在学习
的初始阶段就具有一定的目的性, 而不是完全随机
地选择动作,从而加快算法收敛速度.

图 1 机器人目标点邻域内状态势能值及初始Q值Q0(s, a)

Fig. 1 The potential energy of the neighbouring states of

the target and the initial values of Q values

基于人工势能场的机器人路径规划强化学习算

法步骤如下:

a) 根据已知环境信息构造人工势能场U ′.

b) 根据下式将势能场中状态si的势能值定义为

状态si可获得的最大累积回报:

V0(si) = |U ′(si)| .
c) 按照如下规则初始化Q值:

Q0(si, a) = r + γV0(sj).

d) 观察当前状态s.

e) 继续在复杂环境中探索,在当前状态s下选择

一个动作a并执行; 环境状态更新为新的状态s′, 并
接收立即回报r.

f) 观察新状态s′.

g) 根据下式更新表项Q(s, a)值:

Q(s, a)=(1−α)Q(s, a)+α(r+γargmax
a′

Q(s′, a′)).

h) 判断机器人是否已经到达目标或者学习系统
已经达到设定的最大学习次数,如果两者满足其一,
则学习结束,否则返回到步骤d)继续学习.

3.2 收收收敛敛敛性性性(Convergence)
在对Q值进行初始化时,根据先验知识可以构造

出惟一的人工势能场,因此,模型参数一定时Q初始

值是惟一确定的值, 算法初始化过程是收敛的. 为
了证明学习过程的收敛性,假设学习系统为确定性
马尔可夫决策过程,机器人在学习过程中获得的回
报是有界的,即(∀s, a)|r(s, a)| 6 c, α(0 6 α < 1)为
学习率, γ(0 6 γ < 1)为折算因子. 假设Q′

n(s, a)为
第n次更新Q值时Q(s, a)的估计值, 定义Q′

n的最大

误差为[12]

δn = max
a
|Q′

n(s, a)−Q(s, a)| .
第n + 1次迭代中更新Q值后,估计值Q′

n+1的误差为

|Q′
n+1(s, a)−Q(s, a)| =

|(1− α)Q′
n(s, a) + α(r + γmax

a′
Q′

n(s′, a′))−
(1− α)Q(s, a)− α(r + γmax

a′
Q(s′, a′))| =

|(1− α)(Q′
n(s, a)−Q(s, a)) +

αγ(max
a′

Q′
n(s′, a′)−max

a′
Q(s′, a′))| 6

|(1− α)(Q′
n(s, a)−Q(s, a))|+

αγmax
a′
|Q′

n(s′, a′)−Q(s′, a′)| 6
(1− α)δn + αγδn =

(1 + (γ − 1)α)δn < δn.

从以上推导过程可以看出, 对于任意s和a在第

n + 1次更新Q值后, 其误差小于第n次更新时的值,
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随着学习过程的进行, Q值误差趋于零,其值收敛于
唯一确定的值.学习过程中每个状态都被不断地访
问, Q值会以概率1收敛于最优值,因此, Q学习算法

的收敛性与Q初始值无关, Q初始值只有可能影响算
法的学习速度,在初始化过程收敛的情况下,改进算
法必定是收敛的.

4 仿仿仿真真真实实实验验验分分分析析析(Analysis of simulation ex-
periments)
为了验证本文提出的算法的有效性和先进性,利

用机器人在二维栅格地图环境中的路径规划问题进

行仿真实验. 机器人工作空间由20×20个方格组成,
机器人能够在4个方向上移动,在任意状态可以选择
上下左右4个动作.在学习过程中, 机器人根据当前
状态选择动作,如果该动作使机器人到达目标则获
得的立即回报值为1,如果机器人与障碍物发生碰撞
则获得立即回报为– 0.2, 如果机器人在自由空间移
动则获得的立即回报为– 0.1.

在仿真试验中, 学习过程参数设置如下: 最大
尝试次数maxtri = 300, 每次尝试最大迭代次数
maxiter = 300,如果机器人连续10次尝试迭代次数
标准误差小于0.25,则算法收敛. 人工势能场相关参
数设置如下:

ka = 1.5, kr = 1.2, ρ0 = 2.0.

强化学习相关参数设置如下:

α = 0.3, γ = 0.95,

探索概率ε初始化为0.5,并随尝试次数衰减. 为了对
所提出的改进强化学习算法进行验证,在相同的工
作环境下分别对改进Q–学习算法和标准Q–学习算
法进行了仿真实验.

标准Q–学习算法仿真结果如图2所示, Q值被初

始化为0, 移动机器人从初始位置Start出发, 通过最
短路径到达目标点Goal, 规划路径由连续的小圆圈
表示(如图2(a)所示). 图2(b)为基于传统Q–学习的机
器人强化学习收敛过程,算法在经过265次尝试以后
开始收敛, 在学习的初始阶段(如前80次尝试)机器
人在最大迭代次数内基本都不能到达目标点. 这是
由于Q值被初始化为0,使得机器人没有任何先验知
识,只能随机地选择动作,从而导致学习初始阶段效
率较低,算法收敛速度较慢.

为了加快机器人路径规划Q–学习算法的收敛速
度,笔者利用人工势能场对已知的环境信息进行描
述,目标位置在全局范围产生吸引势能场,已知的障
碍物产生局部排斥势能场, 两种势能场的叠加产生
每个状态点的总场强, 并对构建的势能场进行归一
化处理,使得目标点具有全局最大势能,障碍物区域

具有最小势能(如图3所示). 假设建筑物尺寸及位置
信息已知, 障碍物A随机放置,其相关信息未知, 根
据目标点和已知的环境信息构建人工势能场, 工作
环境中每一状态的势能值定义为该状态能够获得的

最大累积回报. 然后根据当前状态的立即回报与后
继状态的最大折算累积回报对Q值进行初始化, 利
用这种方式就把关于环境的先验知识传递给了机器

人,使机器人具有较好的学习基础.

(a) 基于标准Q–学习的机器人规划路径

(b) 标准Q–学习算法收敛过程

图 2 机器人路径规划标准Q–学习仿真结果
Fig. 2 The results of mobile robots path planning based on

conventional Q-learning

图 3 基于初始环境确定的势能值曲面

Fig. 3 The potential values based on the initial environment
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为了说明基于人工势能场的机器人强化学习初

始化方法的优越性,利用与图2完全相同的环境对改
进算法进行仿真实验. 首先构建如图3所示的人工势
能场,环境中每一状态的势能值代表该状态遵循最
优策略获得的最大累积回报,根据式(7)−(9)对Q值

进行初始化,然后使机器人在新的环境中进行学习.
利用改进Q–学习算法获得的机器人强化学习收敛
过程如图4(a)所示,改进算法明显改善了学习过程的
收敛速度,算法在经过143次尝试以后开始收敛, 而
且机器人在经过十几次尝试以后,基本上都能够在
最大迭代次数之内到达目标点, 与图3(b)比较可以
发现, 这种启发式Q值初始化方法有效提高了算法

初始阶段的学习效率,明显地改善了机器人路径规
划强化学习算法的性能.

(a) 改进Q–学习算法收敛过程

(b) 两种Q–学习算法迭代次数标准差

图 4 Q–学习算法性能分析

Fig. 4 The performance of different Q-learning algorithms

机器人每次尝试的迭代次数直接反映了本次学

习的效果,为了更加直观地比较两种学习算法的性
能,笔者计算学习过程中每连续10次尝试迭代次数
的标准差,标准差计算式如下:

δj =

√
1
N

N∑
i=1

(ni+j−1−n̄)2, j =1, 2, 3 · · · , (10)

其中: δj为第j个连续10次迭代次数的标准差, N =
10, ni+j−1为第i + j − 1次迭代次数, n̄为连续10次
迭代次数的平均值.根据标准差的演化过程从另一
个角度比较两种算法的学习速度以及算法的稳定

性, 两种Q–学习算法标准差的演化过程如图4(b)所
示,在学习的初始阶段基于标准Q–学习的机器人在
最大迭代次数范围内无法到达目标点,每次学习的
迭代次数都等于最大迭代次数,标准差为零. 随着学
习过程的进行,经过几十次尝试机器人偶尔能够到
达目标点, 标准差逐渐增大. 经过一定时间的学习,
机器人每次尝试的迭代次数逐渐收敛于最短路径步

数, 标准差逐渐减小直至为零. 与标准Q–学习算法
相比, 改进的Q–学习算法在经过十几次尝试, 标准
差就大于零,说明机器人已经开始能够到达目标点.
在学习的最后阶段,改进的Q–学习算法的标准差曲
线也较平滑,而且收敛速度更快,这一现象表明基于
人工势能场的Q值初始化方法能够明显加快算法的

收敛速度,并且能够使得算法收敛过程更加稳定.

5 结结结论论论(Conclusion)
在利用标准强化学习算法进行机器人路径规划

时,由于机器人没有对环境的先验知识,使得算法收
敛速度较慢. 为了将先验知识融入到学习系统之中,
使机器人获得较好的学习基础,提高学习效率,本文
提出了一种基于人工势能场的机器人路径规划强化

学习算法. 根据已知的环境信息构建人工势能场,目
标点产生全局吸引势场,已知的障碍物产生局部的
排斥势场,两种势场叠加产生新的势能场,使得目标
点具有全局最大势能,障碍物区域具有最小势能,这
时每个状态的势能值就代表相应状态遵循最优策略

可获得的最大累积回报. 利用当前状态的立即回报
及后继状态的最大折算回报即可实现Q值的初始化.
改进的Q–学习算法利用人工势能场将初始环境信
息映射成为Q函数的初始值, 使得机器人获得较好
的学习基础,提高了机器人的学习效率.最后,通过
仿真实验,验证了所提出的改进算法能够有效提高
初始阶段的学习效率,加快算法收敛速度.
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