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摘要:针对带有饱和执行器且局部未知的非线性连续系统的有穷域最优控制问题,设计了一种基于自适应动态
规划(ADP)的在线积分增强学习算法,并给出算法的收敛性证明. 首先,引入非二次型函数处理控制饱和问题.其次,
设计一种由常量权重和时变激活函数构成的单一网络,来逼近未知连续的值函数,与传统双网络相比减少了计算
量. 同时,综合考虑神经网络产生的残差和终端误差,应用最小二乘法更新神经网络权重,并且给出基于神经网络
的迭代值函数收敛到最优值的收敛性证明. 最后,通过两个仿真例子验证了算法的有效性.
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Finite-horizon optimal control for unknown systems with
saturating control inputs

CUI Xiao-hong1,2, LUO Yan-hong1, ZHANG Hua-guang1†, ZU Pei-fu2

(1.School of Information Science and Engineering, Northeastern University, Shenyang Liaoning 110819, China;
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Abstract: An adaptive dynamic programming (ADP)-based online integral reinforcement learning algorithm is designed
for finite-horizon optimal control of nonlinear continuous-time systems with saturating control inputs and partially unknown
dynamics. Moreover, the convergence of the algorithm is proved. Firstly, the control constraints are handled through non-
quadratic function. Secondly, a single neural network (NN) with constant weights and time-dependent activation functions
is designed in order to approximate the unknown and continuous value function. Compared with the traditional dual neural
networks, the burden of computation by the single NN is lessened. Meanwhile, the NN weights are updated by the least
square method with considering both the residual error and terminal error. Furthermore, the convergence of iterative value
function on the base of NN is proved. Lastly, two simulation examples show the effectiveness of the proposed algorithm.
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1 引引引言言言(Introduction)
20世纪50年代,为解决最优控制问题, Bellman设

计了动态规划方法,其核心思想是最优化原理,即无
论初始状态和初始决策如何,余下的策略相对于目前
产生的状态而言也必将是最优策略,因此可以将多阶
段决策问题转化一系列单阶段决策问题,然后逐个加
以解决. 但是多数实际现象呈现出非线性特点,这时
求解最优控制问题就转化为求解Hamilton-Jacobi-
Bellman(HJB)方程,但是此方程具有较强的内在非线
性,故很难求解. 而传统的动态规划是按照时间进行

反向搜索的,不仅容易产生“维数灾”问题而且是离
线计算的. 于是, Werbos等人[1–3]对此进行改进,提出
了自适应动态规划(adaptive dynamic programming,
ADP),其方法融合了传统的动态规划思想和神经网
络(neural network, NN)思想,设计了按照时间正向求
解最优控制问题的一种增强学习方法,目前已成为解
决复杂非线性系统最优控制问题的行之有效的方法

之一. Beard等人在文献[4–5]设计Galerkin谱方法逼
近HJB方程,通过逐次逼近法反复地改进控制策略,最
终逼近最优控制. Abu-Khalaf等人在文献[6]提出了策
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略迭代算法,并给出算法的收敛性证明. 不过前面的
方法都是采取离线计算形式. 为此, Vrabie等人[7]结合

最小二乘法和积分增强学习思想针对系统未知的情

况给出了在线的学习算法. 文献[8–10]在此基础上提
出了求解最优控制的可以实时更新权重的在线学习

算法. 然而这些文献都是求解无穷域最优控制问题的.
有穷域最优控制近些年受到广泛关注,但由于

HJB方程呈现出时变特点使得有穷域最优控制问题难
于处理. 文献[11–14]针对非线性离散系统的有穷域
最优控制问题,给出一种基于迭代思想的自适应动态
规划算法,并把此方法应用到执行器饱和系统和时滞
系统的最优控制中. 文献[15–16]针对终端时间固定
的非线性系统的有穷域最优控制问题,采用具有时变
权重结构的神经网络进行近似,通过迭代算法得到时
变HJB方程的解. 文献[17]针对含有饱和执行器的非
线性离散系统,采用二次启发式规划(DHP)结构,利用
值迭代算法,按照时间正向求解得到有穷域最优控制.
但是前面提到的文献都是采取离线计算形式,计算量
大.虽然文献[18]针对非线性系统,设计了实时更新神
经网路权重的在线学习算法,但文中要求终端状态的
惩罚函数为常函数,极大限制了它的应用.
本文在上述研究的基础上,针对带有饱和执行器

且模型信息局部未知的非线性系统,提出一种改进的
ADP迭代算法. 本文的贡献如下: 1)改进的算法按照
时间正向更新神经网络权重,是一种在线的学习算法;
2)考虑的系统是局部信息未知且含有饱和控制的非
线性系统; 3)借助牛顿迭代算法,数学上严格证明了
在线ADP迭代算法的收敛性.

2 问问问题题题描描描述述述(Problem description)
考虑一类含有饱和执行器的非线性连续系统

ẋ = f(x) + g(x)u, (1)

其中: x(t) ∈ Rn是系统的状态且是可测的; u ∈ Rp是

控制输入并且假设是有界的,即∥u∥ 6 λ,这里λ > 0.

f(x) ∈ Rn, g(x) ∈ Rn×p.

假假假设设设 1 f(0) = 0,且f(x), g(x)在包含原点的
紧集Ω ⊂ Rn上是Lipschitz连续的,且f(x)未知,并假
设系统(1)在Ω上是可镇定的.

定义如下的有穷域性能指标:

J(x0, u) = ψ(x(tf), tf) +
w tf

t0
r(x, u)dt, (2)

其中: r(x, u) = Q(x)+M(u), Q(x), M(u)是正定的

函数, ψ(x(tf), tf)是终端状态的惩罚函数.

定定定义义义 1[15] 如果一个控制策略µ在集合Ω̄=(Ω×
[t0, tf ])是连续的, µ(0, t0)=0,且µ在集合Ω上可以镇

定系统(1),并且能使性能指标(2)是有限的,则称µ为
容许控制.

定义相对于容许控制µ的价值函数

V (x(t), t, µ) = ψ(x(tf), tf) +
w tf

t
r(x, µ)dτ. (3)

控制目标:选择容许控制µ,使得上面的价值函数是最
小的.
最优的V ∗(x(0), 0)如下:

V ∗(x(0), 0) = min
µ

{ψ(x(tf), tf) +
w tf

0
r(x, µ)dτ}.

(4)
对于任意的时间t > T和任意的时间间隔T ,价值

函数(3)的离散形式可以写成

V (x(t), t) =
w t+T

t
r(x, µ)dτ + V (x(t+ T ), t+ T ),

(5)
其中t+ T 6 tf .

对于任意的容许控制µ,如果相应的性能指标(3)
具有连续的一阶偏导数,那么它的极小形式称作Lya-
punov方程[2, 18].

根据式(5)并利用全微分的定义可以得到

lim
T→0

w t+T

t

r(x, µ)dτ

T
=

− lim
T→0

(
V (x(t+ T ), t+ T )− V (x(t), t)

T
), (6)

即

r(x, µ) = − lim
T→0

(
∂V

∂x

T∆x

T
+
∂V

∂t
+

o(T )

T
), (7)

则有Lyapunov方程

r(x, µ) +
∂V

∂x

T

(f(x) + g(x)µ) +
∂V

∂t
= 0. (8)

定义哈密尔顿函数

H(x, t,
∂V

∂x
, u) =

r(x, u) +
∂V

∂x

T

(f(x) + g(x)u) +
∂V

∂t
. (9)

考虑执行器饱和的情况,引入非二次型的函数[6]

M(u) = 2
w u

0
λ tanh−T(v/λ)Rdv, (10)

其中R为正定矩阵,为方便讨论进一步假设R为对角
型矩阵.

应用分部积分公式,可得

M(u) = 2λ(tanh−1(v/λ))TRv|u0 − 2
w u

0
λ(d(tanh−1(v/λ))TR)v =

2λ(tanh−1(u/λ))TRu− 2λ
w u

0
(

dv/λ
1− tanh2(tanh−1(v/λ))

)TRv =

2λ(tanh−1(u/λ))TRu−2λ
w u

0
(

dv/λ
1−(v/λ)2

)TRv
u=−λtanh(D)

= λ
∂V

∂x

T

g tanh(D)+λ2R̄ ln(1−(u/λ)2), (11)
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其中: D =
1

2λ
R−1gT

∂V

∂x
,且1是元素都为1的列向

量, R̄是由R的对角元素构成的行向量.

将非二次型函数M(u)代入哈密尔顿函数,进一

步应用稳态条件,即
∂H

∂u
= 0,得到满足饱和条件的

最优控制

µ∗ = −λ tanh( 1

2λ
R−1gT

∂V

∂x

∗
), (12)

其中
∂V ∗

∂x
满足下面的时变HJB方程:

(
∂V ∗

∂x
)T(f(x)− gλ tanh(

1

2λ
R−1gT

∂V ∗

∂x
)) +

Q(x) +M(µ∗) +
∂V ∗

∂t
= 0. (13)

为找到问题的最优控制,只需求解HJB方程获得
V ∗(x, t),然后代入式(12),则可以得到最优控制.但
求解HJB方程是相当困难的,甚至是不可能的. 况且
求解HJB方程时需要系统全部的信息已知,即要求
函数f(x), g(x)已知,而在实际问题中很难知道. 因
此,本文在下一章节中给出一种在线的学习算法,
近似求得HJB方程的解.

3 基基基于于于神神神经经经网网网络络络的的的有有有穷穷穷域域域最最最优优优控控控制制制设设设计计计 ( Fi-
nite-horizon optimal control based on neural
network)
在有穷域的最优控制问题中,值函数是时变的,

即V (x, t)显含时间t. 因此,本文设计如下形式的BP
神经网络,其输入为系统状态和剩余时间,输出为
价值函数. 为使问题简化,这里采用的神经网络关
于未知权重是线性的,结构如下:

V =
∞∑
i=1

Ciφi(x(t), tf − t) =

CT
Mϕ(x, tf − t) + εV. (14)

这里: CM = [C1 C2 · · · Cm]T表示理想的神经网络

权重向量, ϕ(x, tf − t)=[φ1 · · · φm]T ∈ Rm是激活

函数向量, εV是神经网络重建误差, m为隐含层神
经元的个数.

本文采用如下函数对V进行估计:

V̂ (x, t) =WTϕ(x(t), tf − t), (15)

其中W = [W1 W2 · · · Wm]T是理想的神经网络权

重向量的估计值.

因此,此时对应的近似控制为

µ = −λ tanh( 1

2λ
R−1gT

∂V̂

∂x
).

由于V用V̂替代后将产生残差项,包括误差

ζ(x(t), t) =

w t+T

t
r(x, µ)dτ+WT(ϕ(x(t+T ), tf−(t+ T ))−

ϕ(x(t), tf − t)) (16)

和终端误差

ς =WTϕ(x(tf), 0)− ψ(x(tf), tf). (17)

本文将采用增维方式处理上述两种形式的误差,形
式如下:

δ = [ζ, ς]. (18)

同时定义几个增维后的参数

ψ̄= [ϕ(x(t+ T ), tf − (t+ T ))− ϕ(x(t), tf − t),

ϕ(x(tf), 0)], (19)

V̄ = [
w t+T

t
r(x, µ)dτ,−ψ(x(tf), tf)], (20)

则δ =WTψ̄ + V̄ .

应用最小二乘法更新神经网络权重[6],这里引
入内积符号< f, g >=

w
Ω
fTgdx,可以得到神经网

络权重更新公式如下:

W = −⟨ψ̄T, ψ̄T⟩−1
Ω̄

⟨ψ̄T, V̄ ⟩Ω̄. (21)

注注注 1 选取线性无关的激活函数向量能够保证ψ̄线性

无关,从而⟨ψ̄T, ψ̄T⟩Ω̄是可逆的.

注注注 2 神经网络权重公式(21)表面上只有一个解,而实

际上是通过迭代进行的,每步迭代都会产生一个权重,在下节

中将给出迭代算法.

注注注 3 本节仅设计一个神经网络去逼近未知的值函

数V,进而给出近似的最优控制,与传统的执行网–评价网双

网络相比,单网络更大程度上减少了计算量.

4 收收收敛敛敛性性性证证证明明明(Convergence proof)
前面提到神经网络权重更新本质上是以迭代方

式进行的,本节将明确给出ADP迭代算法,同时给
出两方面的收敛性证明: 1)提出的ADP迭代算法是
收敛的; 2)基于神经网络的迭代值函数能够收敛到
最优.

4.1 ADP算算算法法法的的的收收收敛敛敛性性性证证证明明明(Convergence of ADP
algorithm)
针对有穷域最优控制问题,本节首先设计了一

种改进的在线ADP迭代算法,此算法不需要系统全
部的信息已知且考虑了系统的终端条件.

选择初始的容许控制µ(0)(x(t), t)[3]按照下面步

骤进行迭代:
V µ(j)

(x(t), t) =
w t+T

t
r(x, µ(j))dτ+

V µ(j)
(x(t+ T ), t+ T ),

V µ(j)
(x(tf), tf) = ψ(x(tf), tf),

(22)
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µ(j+1)(x, t) = −λ tanh( 1

2λ
R−1gT

∂Vµ(j)
)

∂x
. (23)

注注注 4 本文设计的ADP迭代算法是一种在线学习算法,

因此持续性激励条件(PE)必不可少,这里通过每0.1s重置初

始状态来实现PE条件[20].

接下来进一步给出改进的ADP迭代算法的收敛
性证明. 首先证明本文所提算法数学上等价于牛顿
迭代算法,进而说明此算法收敛.

考虑Banach空间Γ ⊂ {V (x, t) : Ω̄ → R}.
定义映射

Υ = r(x, µ) +
∂V

∂t
+
∂V

∂x

T

(f(x) + g(x)µ), t < tf ,

V − ψ(x(t), t), t = tf .

(24)

在牛顿迭代算法中,要应用Frechet导数Υ ′(V ),
但是此导数不易求得,本文借助Gateaux导数去求解
Frechet导数.

定定定义义义 2[19] 令Υ : U(V ) ⊆ X → Y是一给定的

映射,其中X和Y是Banach空间,这里U(V )表示V

的邻域.映射Υ在V处是Gateaux可微的当且仅当存
在一线性算子L : X → Y使得

Υ (V + sM)− Υ (V ) = sL(M) + o(s), s→ 0.

对于满足∥M∥Ω̄ = 1且M ∈ U(V )的M,和所有零

附近的s,这里lim
s→0

o(s)/s = 0, o(s)为s的高阶无穷

小量,则称L为V处的Gateaux导数,而在V处, Gate-
aux微分为

L(M) = lim
s→0

Υ (V + sM)− Υ (V )

s
.

为了证明改进的ADP算法的收敛性,下面给出
两个引理.

引引引理理理 1[19] 如果Gateaux导数Υ ′在V 的邻域存

在,且Gateaux导数Υ ′在V处是连续的,则L=Υ ′(V )

也是V处的Frechet导数.

引引引理理理 2[19] Υ如前面定义,则在V处的Frechet
微分为

Υ ′(V )M = L(M) =(
∂M

∂x
)T(f − gλ tanhD)+

∂M

∂t
, t < tf ,

M, t = tf .
(25)

证证证

Υ (V + sM)− Υ (V ) =
Q(x) + (

∂(V + sM)

∂x
)Tf(x) +

∂(V + sM)

∂t
+ λ2R̄ ln(1− tanh2(

R−1gT

2λ

∂(V + sM)

∂x
))−

[Q(x) + (
∂V

∂x
)Tf(x) +

∂V

∂t
+ λ2R̄ ln(1− tanh2(

R−1gT

2λ

∂V

∂x
))], t < tf ,

V + sM − ψ(x(t), t)− (V − ψ(x(t), t)), t = tf .

(26)

上式经过合并处理,得到Gateaux微分为

L(M) = lim
s→0

Υ (V + sM)− Υ (V )

s
=

(
∂M

∂x
)T(f − gλ tanhD) +

∂M

∂t
, t < tf ,

M, t = tf .
(27)

下面证明L = Υ ′(V )的连续性.

∀M0 ∈ Γ ,应用式(27),可以得到

∥L(M)− L(M0)∥Ω̄ =

∥(∂(M −M0)

∂x
)T[f − gλ tanhD] +

∂(M −M0)

∂t
∥Ω̄, t < tf

∥M −M0∥Ω̄, t = tf

6

(∥f∥Ω̄ + ∥gλ tanhD∥Ω̄)∥
∂(M −M0)

∂x
∥Ω̄ + ∥∂(M −M0)

∂t
∥Ω̄, t < tf

∥M −M0∥Ω̄, t = tf

6

(∥f∥Ω̄ + ∥gλ tanhD∥Ω̄)α1∥M −M0∥Ω̄+α2∥M −M0∥Ω̄, t<tf
∥M−M0∥Ω̄, t = tf

6 β(M −M0), ∀t 6 tf , (28)
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其中:

β=max{(∥f∥Ω̄ + ∥gλ tanhD∥Ω̄)α1 + α2, 1},
α1 > 0, α2 > 0.

根据连续的定义,易证L = Υ ′(V )是连续函数.

应用引理1能够得到L(M)同样为Frechet微分.

证毕.

接下来,本文通过定理1阐述ADP算法在数学上
等价于牛顿迭代算法,从而说明ADP算法的收敛性.

定定定理理理 1 由式(22)−(23)构成的在线的ADP算
法数学上等价于牛顿迭代算法,即

V (j+1) = V (j) − Υ (V (j))

Υ ′(V (j))
, j = 1, 2, · · · . (29)

证证证 通过引理2和前面Υ的定义,得到

Υ ′(V (j))V (j) − Υ (V (j)) =
−Q(x)− [λ(

∂V (j)

∂x
)Tg tanh(Dj)+

λ2R̄ ln(1− (u(j+1)/λ)2)], t < tf ,

V (j), t = tf ,

=

−r(x, u(j+1)(x, t)), t < tf ,

ψ(x(t), t), t = tf .
(30)

其中Dj=
1

2λ
R−1gT

∂V (j)

∂x
. Υ ′(V (j))V (j+1)可写成

Υ ′(V (j))V (j+1) =(
∂V (j+1)

∂x
)T(f−gλ tanhDj)+

∂V (j+1)

∂t
, t<tf

V (j+1), t= tf

=

−r(x, u(j+1)(x, t)), t < tf ,

ψ(x(t), t), t = tf .
(31)

因此

Υ ′(V (j))V (j+1) = Υ ′(V (j))V (j)−Υ (V (j)), ∀t 6 tf .

证毕.

进一步根据牛顿迭代算法,由初始的容许控制
出发可以推导出值函数V (j)能够收敛到最优的值函

数V ∗(j → ∞).

4.2 近近近似似似值值值函函函数数数V̂ (j)的的的收收收敛敛敛性性性(Convergence of
V̂ (j))
定定定理理理 2 若下面的条件成立:

1) 系统动态和相应的性能指标能够保证Lyapu-
nov方程具有连续可导的正定解;

2) 存在线性无关且完备的神经网络激活函数,
可以一致近似V ;

3) 神经网路激活函数的梯度是线性无关的且是
完备的,则有下面结论成立V̂ (j) → V (j)(m→ ∞).

证证证 令φ̄i = φi(x(t+T ), tf−(t+T ))−φi(x(t),

tf − t),由假设4[6]可知, {φ̄i}∞1 是完备的,则 δµ
(j) →

0(m→ ∞).

又δµ
(j)

=(W−CM)Tψ̄ −
∞∑

k=m+1

Ckφ̄k,其中: CM

=[C1 · · · Cm], Ck是{Ck}∞1 的第k个元素, ψ̄=[φ̄1

· · · φ̄m]. 因此有

(W − CM)Tψ̄ = δµ
(j)

+
∞∑

k=m+1

Ckφ̄k = δµ
(j)

+ ϵ.

(32)

又根据魏尔斯特拉斯逼近定理[6], ϵ→ 0(m→ ∞),
于是有(W − CM)Tψ̄ → 0(m→ ∞).

根据引理5[7]的必要性,可证明W → CM(m→
∞).又神经网络激活函数是线性无关的和完备性

的,再一次根据此引理的充分性得到(W − CM)T ×
ϕ→ 0(m→ ∞),即V̂ (j) → V (j)(m→ ∞).

定定定理理理 3 满足定理2的假设条件,则有

sup
x∈Ω

|V̂ (j) − V ∗| → 0. (33)

证证证 通过定理1和定理2易得定理3结论.

注注注 5 定理2的假设条件2存在线性无关且完备的激活

函数,使之可以一致近似理想的值V (j),应用魏尔斯特拉斯定

理,这个条件是可以实现的. 但在实际选取神经网络激活函

数时,其个数是有限的. 因此, V̂ (j)与V (j)之间是存在逼近误

差的,只有当神经元个数选取的充分大时, V̂ (j)才能很好的趋

近V (j). 所以,在实际操作中,会根据系统本身的特点选择足

够多的神经元尽量减小其与真实函数的误差.

5 仿仿仿真真真(Simulation)
本文所提算法适用于一般形式的惩罚函数

M(u),当然也包括二次型形式的惩罚函数,这一结
果将通过仿真算例1来验证. 在仿真例子2中,由于
含有饱和控制,引入关于控制u的非二次型的惩罚
函数M(u),按照本文算法进行迭代.两个仿真例子
从多个角度验证了本文算法的有效性.

例例例 1 考虑一阶线性系统

ẋ = −x
2
+ v, (34)

选取性能指标为J = 5x(tf)
2 +

w tf

0
(x2 +

v2

2
)dt. 根

据最优控制理论,通过求解Riccati方程,能够求得最
优控制为

v∗ = −x(1 + 1.5 exp(−3τ))/(1− 0.75 exp(−3τ)),

(35)
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其中: τ = tf − t, tf = 1.

通过观察,发现式(35)中含有指数项.因此,选取
如下形式的神经网络激活函数:

[x τ x2(1 + 1.5 exp(−3τ))/(1− 0.75 exp(−3τ))].

选取神经网络初始权重为W0 = [0.1 0.5 1]T和时

间间隔T = 0.01. 根据本文算法能够计算出神经网
络权重收敛到W ∗ = [0 0 0.5]T,权重收敛情况见
图1. 进一步计算最优控制,结果同式(35)一致,说明
本文算法是有效的. 同以往的依赖于模型的算法相
比[15, 17],本文算法优势在于不需要系统模型知识完
全已知. 图2描绘了在最优控制下状态发展趋势,可
以发现随着时间向前推进,系统状态响应是向零趋
近的.

图 1 神经网络权重收敛图

Fig. 1 History of NN weights

图 2 状态曲线图

Fig. 2 Curve of state

例例例 2 考虑如下的非线性仿射系统:

ẋ = f(x) + g(x)u, x ∈ R2, (36)

这里:

f(x) =
x2 − 2x1

−x2−
1

2
x1+

1

4
x2((cos(2x1)+2)2−

(sin(4x21) + 2)2)

 , (37)

g(x)=

[
0

cos(2x1) + 2)

]
. (38)

选取ψ=10x(tf)
Tx(tf), Q=2I, R = 2I, tf = 2.系

统的饱和界λ = 1.同时选取神经网络激活函数为

ϕ = [x1 x2 x21 exp(−(tf − t)) x22 exp(−(tf − t))].

选取神经网络初始权重为W0 = [1 0.1 8 7]T和时

间间隔T = 0.01.图3描述了神经网络权重收敛情
况,可以发现经过8步迭代,每步迭代时间0.25 s,神
经网络权重收敛到常数值W = [−0.0018 − 0.0203

9.9382 10.0100]T,则对应的最优控制为

u∗=− tanh(5.005(cos(2x1)+2)x2 exp(−(tf−t))).

图4描绘了最优控制下的状态曲线图,系统的状态
很好的向零趋近.图5详细绘制了初始的容许控
制(不考虑饱和限制)和最优的控制(考虑饱和限
制)的图形. 可以发现,不考虑饱和限制的初始容许
控制很快超出了饱和界λ = 1,最终无法形成满足饱
和条件的最优控制.对比发现,考虑饱和限制,利用
文中的算法,每步迭代得到的控制和最终的最优控
制都不会超过饱和界,说明本文设计的算法很好的
处理了饱和约束的问题.

图 3 神经网络权重收敛图

Fig. 3 History of NN weights

图 4 状态曲线图

Fig. 4 Curve of states
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图 5 最优控制(实线)与初始控制(虚线)曲线对比图
Fig. 5 Comparison between optimal control(solid)

and initial control(dashed)

6 结结结论论论(Conclusions)
本文针对模型局部未知且含有饱和执行器的非

线性系统,基于自适应动态规划方法,提出一种改
进的ADP在线学习算法. 借助人工神经网络对值函
数进行近似,同时考虑两方面的误差并使用最小二
乘法更新神经网络权重. 文中给出了迭代算法和近
似值函数的收敛性证明. 最后,仿真结果表明所提
算法是有效的. 在今后的研究工作中,笔者将致力
于研究神经网络激活函数的设计、初始容许控制的

选取、非线性时延系统的有穷域最优控制的求解等

问题.
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