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摘要:为了提高Tennessee-Eastman (TE)过程的故障诊断准确率,本文研究一种学习型伪度量 (learning pseudo
metric, LPM)代替距离度量的案例检索方法,并建立了TE过程的案例推理(case-based reasoning, CBR)故障诊断模
型. 首先建立LPM度量准则并对LPM模型进行训练,其次度量目标案例与每一个源案例的相似度,从中检索与目标
案例相似的同类案例,再采用多数重用原则从同类案例中决策出目标案例的解,最后通过TE过程的运行数据对该
方法的性能进行测试,并与典型的CBR和BP(back-propagation)神经网络和支持向量机等方法进行对比,表明本文方
法能有效提高故障诊断准确率,在实际化工过程中具有一定的推广应用价值.
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Abstract: To diagnose the fault in the Tennessee-Eastman (TE) process more accurately, a learning pseudo metric
(LPM)-based case retrival method is proposed to replace distance measure retrieval method and a case-based reasoning
(CBR) fault diagnosis model of TE process is established. Firstly, the LPM metrics are established to train the LPM model.
Then, the similarity between the target case and each source case is measured to find the same type of cases as the target
case. Next, the solution of the target case is obtained based on the majority of reuse principle. Finally, the running data
of TE process are used to carry out a performance test and a comparison experiment. The results show that the proposed
LPM-based CBR method is superior to traditional CBR, back-propagation (BP) neural network and support vector machine
method and significantly improves the accuracy of the fault diagnosis. It has a promotional value for fault diagnosis in the
actual chemical process.

Key words: TE process; fault diagnosis; case-based reasoning; learning pseudo metric; case retrieval

1 引引引言言言(Introduction)
化工生产过程是经过化学反应将原料转变成产品

的工艺过程,作为过程工业的一部分,在国民经济中
具有重要地位[1]. 在生产过程中,一旦发生故障而又
不能及时排除时,就会影响生产的进行,并威胁到人
员和设备的安全,所以,需要准确及时地识别故障类

型并进行相应的处理. 然而,由于化工过程机理复杂,
很难建立准确的机理诊断模型,因此,化工过程故障
诊断方法的研究具有重要的现实意义[2].

TE(Tennessee-Eastman)过程是美国Eastman化学
公司的Downs & Vogel于1993年建立的一个实际化工
过程的模型[3],为研究该类过程的故障诊断技术提供
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了一个实验平台. 目前,化工过程的故障诊断方法主
要有模型驱动法[4]和数据驱动法. 由于化工过程往往
具有慢时变、分布参数、非线性和强耦合特性,难以得
到精确的数学模型,使得模型驱动方法的性能不尽理
想.数据驱动法中比较有代表性的如多变量统计[5–6]、

神经网络[7]、支持向量机[8]等. 其中,多变量统计方法
在应用时有许多的假设条件,实际上限制了它在实际
过程中的应用. 虽然神经网络、支持向量机等方法不
需设置过多的前提条件,但本身也存在一些问题,比
如神经网络的结构设计问题、支持向量机在具有大规

模训练样本时效率很低等,因此,这些诊断方法在通
用性上很难分出孰优孰劣,需要进一步研究新的故障
诊断方法. 近年来,案例推理(case-based reasoning,
CBR)作为人工智能领域一种较新的问题求解与机器
学习方法,在工业过程故障诊断领域的应用得到了广
泛关注[9–12]. 然而, CBR在推理求解的过程中,还有一
些问题尚未完全解决,比如,案例检索过程中,经常使
用的是基于距离的相似性度量方法,存在两个问题,
一是如何确定特征属性的权重[13],即使权重的分配是
合理正确的,但又不得不面临距离陷阱问题,即距离
最近的两个案例并不一定最相似[14]. 因此,应用CBR
进行故障诊断时,需要重点研究案例检索过程的相似
性度量方法.

基于上述,本文利用学习型伪度量 (learning pseu-
do metric, LPM)[15]代替距离度量检索方法并建立一

种基于LPM案例检索的CBR故障诊断模型. 首先通
过TE仿真模型构造故障诊断案例库,然后,根据LPM
度量准则对LPM模型进行训练,基于此模型实现案例
检索功能,再以K近邻法(K-nearest neighbor, KNN)[16]

实现源案例的结论重用,之后存储目标案例并得出故
障诊断结论,最后通过实验验证了方法的有效性.

2 TE过过过程程程故故故障障障描描描述述述(Faults of TE process)
TE过程有 5个主要单元: 反应器、冷凝器、压缩

机、分离器、汽提塔; 8种成分: A, B, C, D, E, F, G, H.
主要反应过程如下:

A(g)+C(g)+D(g) → G(liq) (产品1)

A(g)+C(g)+E(g) → H(liq) (产品2)

A(g)+E(g) → F(liq) (副产品)

3D(g) → 2F(liq) (副产品)

其中: A, C, D与E为生产所需的主要原料, B为惰性
组分,经过工艺过程所产生的G和H为目标液体产物,
F为副产品.

根据产品G和H的混合比不同,将该过程划分为6
种操作模式,如表1所示. 本文仅参考模式1,即基本工
况模式.

TE过程模型中预设了21种过程故障,文献[17]列
出了这些故障的原因及类型,即IDV(1)–IDV(21). 其

中,故障号IDV(1)–IDV(15)和IDV(21)是16种已知故
障, IDV(16)–IDV(20)是 5种未知故障. 更进一步,
IDV(1)–IDV(7)等7种故障的类型是变量的阶跃变化;
IDV(8)–IDV(12)等5种故障的类型是变量的随机变
化; IDV(13)是缓慢漂移; IDV(14)、IDV(15)与IDV(21)
等3个故障表示阀门卡死.

表 1 TE过程操作模式

Table 1 Operation modes of TE process

模式号 G/H质量比 模式名称

1 50/50 7038 kg·h−1

2 10/90 G为1408 kg·h−1, H为12699 kg·h−1

3 90/10 G为10000 kg·h−1, H为1111 kg·h−1

4 50/50 最大生产率

5 10/90 最大生产率

6 90/10 最大生产率

3 基基基于于于LPM的的的CBR故故故障障障诊诊诊断断断模模模型型型(LPM-bas-
ed CBR fault diagnosis model)
针对TE过程21种故障的诊断问题,本节建立一种

基于LPM案例检索的CBR诊断模型,并讨论了算法实
现,最后给出算法步骤.

3.1 传传传统统统CBR故故故障障障诊诊诊断断断模模模型型型(Traditional CBR fau-
lt diagnosis model)
设CBR故障诊断模型为Φ : F →C, F是特征空间,

C是故障类别集合,根据Aamodt & Plaza提出的CBR
模型[18],可以得如图1所示的诊断模型Φ. 案例库中存
储的是p个源案例记录Ck(k = 1, 2, · · · , p),包括问题
描述Xk及相应的故障类别Yk. 令目标案例的问题描
述为Xp+1,为了得到它的故障类别Yp+1,依次进行如
下步骤:

1) 案例检索. 采用欧氏距离计算Xp+1与Xk的相

似度simk:

simk=1−
√

n∑
i=1

ωi(xi,p+1−xi,k)
2
, k=1, 2, · · ·, p,

(1)

其中: xi,k和xi,p+1分别是Xk和Xp+1中第i个过程变

量的归一化值; ωi(i = 1, 2, · · · , n)是第i个过程变量

的权重,表示各变量的重要程度.通过式(1)的计算,共
得到p个相似度,分别是sim1, · · · , simp,并将其按照
降序排列,在此基础上,采用KNN策略[16]得到前K个

源案例对应的故障类别;

2) 案例重用. 根据多数重用原则(K > 1且为奇

数),将检索出的K个源案例对应的故障类别进行统

计,占多数的那一种类别作为Xp+1的建议故障类别

Ŷp+1;

3) 案例修正. 对此建议故障类别Ŷp+1进行评价,
若评价为失败则需对诊断结果进行修正,以获得确认
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的最终故障类别Yp+1;

4) 案例存储. 形成一个新的案例记录Cp+1 :<

Xp+1;Yp+1 >,将其存储于案例库中,供后续的诊断
求解,至此,源案例总数由p变为p+ 1,从而实现CBR
故障诊断模型的增量式学习过程.

图 1 传统CBR故障诊断模型

Fig. 1 Traditional CBR fault diagnosis model

图1所示传统CBR故障诊断模型在案例重用阶段
可以得到目标案例Xp+1的建议故障类别Ŷp+1,这个
结果是否正确,受式(1)所示的基于欧氏距离的相似性
度量方法的影响,具体来讲,案例检索环节中,基于欧
氏距离的相似性度量策略遇到的困难主要有权重的

分配及距离的陷阱2个主要问题.迄今为止,仍然没有
一种变量的权重分配方法可以准确衡量出各变量在

问题求解过程中的重要程度,而距离陷阱问题的存在
也会限制检索后案例重用的效果,从而制约诊断模型
的诊断性能.因此,这2个困难使得CBR在问题求解过
程中的适应性、可靠性、准确性等性能仍未彻底解决,
为了避免权重分配及距离陷阱问题,下文研究一种新
的相似性度量方法.

3.2 基基基于于于LPM的的的CBR模模模型型型(LPM-based CBR mod-
el)
在图1的传统CBR诊断模型基础上,重新设计了一

种新的诊断模型,如图2所示.

图 2 基于LPM的CBR故障诊断模型

Fig. 2 CBR fault diagnosis model based on LPM

图2中的主要功能是: 首先存储源案例Ck(k =

1, 2, · · · , p)至案例库,并用这些源案例构造出训练样

本,形成一个模式池D,然后根据LPM度量准则对
LPM模型进行离线训练,接着对出现的目标案例
Xp+1进行基于LPM的案例检索,度量出目标案例与
每一个源案例的相似性,得到与目标案例相似的同类
案例(K个),最后采用多数重用原则从K个同类案例

中得到目标案例的建议故障类别Ŷp+1,后续的案例修
正和案例存储两个环节与图1的描述一样.

3.3 算算算法法法实实实现现现(Implementation of the algorithm)
下面介绍图2所示各部分的算法实现.

1) 构建案例库. 对于具有数值特征的源案例来说,
一种比较简单的案例表示方法是属性特征值描述

法[19],它将问题描述与相应的解表示为一个特征向量
的形式. 每个源案例均具有41个过程变量,则第k个源

案例Ck可表示为如下的二元组形式:

Ck : ⟨Xk;Yk⟩ , k = 1, 2, · · · , p, (2)

其中: p是源案例总数; Yk是故障类别; Xk是Ck的问

题描述,可表示为

Xk = (x1,k, · · · , xi,k, · · · , x41,k), (3)

其中xi,k是Xk中第i个过程变量的归一化值.

2) 构建模式池. 设C = {C1, C2, · · · , Cp}是一个
数据集, Ck是C的一个子集,表示一类实值数据. M
是将Ck映射至它的特征空间Fk的一个n维提取器[15],
即

Fk = {x = M(e) ∈ Rn : e ∈ Ck},
k = 1, · · · , p, (4)

其中x是点集χ中的元素.

定义模式池D如下[15]:

D = {(x, y) 7→ δij : (x, y) ∈ Fi × Fj},
i, j = 1, · · · , p (5)

其中: x和y均是点集χ中的元素; δij表示狄利克雷符
号函数,即i = j时δij = 0,否则δij = 1;“×”表示笛
卡尔积.

根据式(5)的定义,可以从案例库中存储的源案例
构建出模式池D.

3) 训练LPM模型.

命命命题题题 1 函数f是点集χ上的一个伪度量[15]:

f(x, y) =

{
1, x ∈ [ai]且y ∈ [aj], i ̸= j,

0, x ∈ [ai]且y ∈ [aj], i = j,
(6)

其中: [a]表示一个等价类,由χ中等于a的元素组成.

学习型伪度量通过学习技术,比如BP神经网络去
实现式(6)中的函数f . 对于故障诊断等分类问题来说,
采用一个标准的BP网络(具有一个隐含层)进行处理
时,网络的输出f(x, y)正好等于0或1几乎是不可能
的,因而,采用以下度量准则判断LPM的性能[15].
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A1) YNN(x, y) < ε1,当x和y属于同一故障类别;

A2) YNN(x, y) > ε2,当x和y属于不同故障类别;

A3) |YNN(x, y)− YNN(y, x)| 6 ε3,对任意的x和

y;

A4) YNN(x, z) 6 YNN(x, y) + YNN(y, z),对任意
的z, x和y属于不同故障类别.

其中: x, y, z表示特征向量; YNN(x, y)是BP网络
的输出,表示x, y之间的相似程度; ε1, ε2, ε3是常数,
一般来说ε1 = ε3,取值为0.2 ∼ 0.3, ε2取值为0.7 ∼
0.8[15].

根据上面得到的模式池D,可以将其划分为训练
集和测试集,训练LPM模型的终止条件可以在训练集
和测试集上观察是否以较高比例满足上述度量准

则A1)–A4),比如80%,此时,就可以将YNN(x, y)用于

案例检索过程;若达不到比例要求,将该种故障判定
为新的故障模式.

4) 基于LPM的案例检索. 将目标案例的问题描
述Xp+1与源案例的问题描述Xk(k = 1, 2, · · · , p)组
成p个输入对,即

Dk : ⟨Xp+1;Xk⟩ , k = 1, 2, · · · , p, (7)

再利用LPM模型输出p个YNN(Xp+1, Xk),根据上述
的度量准则A1),可以统计出与Xp+1属于同一类别的

源案例个数,假设为K个.

5) 案例重用. 根据多数重用原则,将检索出的K

个源案例对应的故障类别进行统计,占多数的那一种
类别作为Xp+1的建议故障类别Ŷp+1.

6) 案例修正. 对此建议的故障类别Ŷp+1进行评

价,若评价为失败则需对诊断结果进行修正,以获得
确认的正确故障类别Yp+1.

7) 案例存储. 形成一个新的案例记录Cp+1 :

⟨Xp+1;Yp+1⟩,将其存储于案例库中,供后续的诊断求
解,至此,源案例总数由p变为p+ 1.

3.4 算算算法法法步步步骤骤骤(Algorithm steps)
综上所述, TE过程故障的学习型伪度量诊断分

为2个阶段,第1阶段是训练LPM度量模型,第2阶段进
行TE过程的故障诊断,算法步骤如下:

阶阶阶段段段 1 训练LPM模型.

步步步骤骤骤 1 选取TE仿真模型产生的第一类故障作
为案例库;

步步步骤骤骤 2 数据归一化,设定BP的参数;

步步步骤骤骤 3 开始十折交叉实验;

步步步骤骤骤 4 由案例库分别构建训练集、测试集;

步步步骤骤骤 5 利用训练集训练BP网络;

步步步骤骤骤 6 将训练集、测试集输入训练后的网络,
检验模型是否满足度量准则A1)–A4),若满足则进行
步骤7,不满足则返回步骤5;

步步步骤骤骤 7 判断十折交叉实验是否结束,结束后进
入阶段2,否则继续进行交叉实验;

阶阶阶段段段 2 故障诊断.

步步步骤骤骤 8 对新出现的过程变量x1 ∼ x41的数值归

一化处理形成目标案例Xp+1;

步步步骤骤骤 9 构建目标案例与案例库的模式池D;

步步步骤骤骤 10 将D输入LPM模型,度量目标案例与
案例库中每条案例的相似性,得到模型的输出矩阵;

步步步骤骤骤 11 从输出矩阵中提取出所有与目标案例

同类别的K个源案例;

步步步骤骤骤 12 统计K个源案例的故障类别,选出个数
最多的一种故障类别作为目标案例Xp+1的建议类

别Ŷp+1;

步步步骤骤骤 13 修正故障类别Ŷp+1,得到正确的故障
类别Yp+1;

步步步骤骤骤 14 将新案例Cp+1 : ⟨Xp+1;Yp+1⟩存储于
案例库中,若有新的过程变量出现,返回该阶段的步
骤1.

4 实实实验验验与与与应应应用用用(Experiment and application)
为了方便查看,约定如下缩写词, BP表示BP神经

网络算法; SVM表示支持向量机算法;采用KNN检索
策略的CBR算法记为KNNCBR;采用LPM检索策略
的CBR算法记为LPMCBR.

4.1 实实实验验验设设设计计计(Experimental design)
在MATLAB环境下, TE模型中设置的仿真时间为

16 h,每3 min采样一次. 整个分析过程所需要的数据
包括20组带不同干扰的测试数据,即故障的种类是
IDV(1)–IDV(20). 在这20组数据中,前8个小时处于稳
定无故障的工况,在第9个小时引入各自不同的故障.

各种方法中的参数设置如下: BP算法中,采用3层
网络结构,隐层神经元个数为10,激发函数使用Sig-
moid型函数,训练函数选择Trainrp,训练次数为1200,
目标误差值为10−5,学习速率和收敛误差分别为0.1和
0.01; SVM算法中,惩罚因子取1,损失因子是0.1,核函
数取高斯径向基函数; KNNCBR算法中K取5; LPMCBR
算法中, ε1 = ε3 = 0.3, ε2 = 0.7,终止LPM模型的条
件是满足第3.3节中度量准则A1)–A4)的比例为80%,
其他参数设置与BP算法相同.

为了测试LPMCBR方法的有效性,下面首先对
算法的稳定性和鲁棒性进行测试,然后将其和BP,
KNNCBR及SVM进行对比实验. 对比实验包含两部
分: 故障检测和多故障诊断. 其中,故障检测的实验数
据由上述的仿真操作得到,共有20类故障,即IDV(1)–
IDV(20),多故障诊断的实验数据根据等量抽取的原
则从数据中抽取并组合,各案例库的构成、名称缩写、
样本数、故障类别数等信息参见表2.
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表 2 数据集基本信息

Table 2 Basic information of data set

案例库构成 缩写 样本数 类别数

IDV(0)–IDV(2) A 300 3
IDV(0)–IDV(3) B 300 4
IDV(0)–IDV(4) C 300 5

4.2 性性性能能能测测测试试试(Performance testing)
4.2.1 稳稳稳定定定性性性分分分析析析(Stability analysis)
为了评估LPM模型的稳定性,以IDV(1)为例,进

行十折交叉验证. 首先,从模式池D分出的训练集、测

试集中分别随机选取一定数目的输入对;然后,将它
们输入LPM并输出结果;最后,验证度量准则A1)–
A4)的满足率,如表3–4所示. 从表3–4可见,对于故障
IDV(1)对应的数据集,随着输入对个数的增加,训练
集满足度量准则A1)–A4)的标准差分别为0.10, 0.13,
0.31, 1.29,测试集满足度量准则A1)–A4)的标准差分
别为1.12, 0.98, 1.24, 1.91,表示训练集和测试集的满
足率基本保持不变,说明LPM模型能够保持在合理的
精度范围内,具有一定的稳定性.

表 3 IDV(1)训练集度量准则的满足率
Table 3 Measurement criteria satisfaction rate

of IDV(1) training set
%

输入对数
训练集

A1) A2) A3) A4)
1000 98.61 98.68 89.62 88.89
4000 98.85 98.39 90.46 89.26
8000 98.85 98.34 90.04 89.46

12000 98.84 98.6 90.41 87.05
16000 98.86 98.42 90.2 88.32
20000 98.7 98.54 90.25 86.24
平均值 98.79 98.5 90.16 88.2
标准差 0.1 0.13 0.31 1.29

表 4 IDV(1)测试集度量准则的满足率
Table 4 Measurement criteria satisfaction rate

of IDV (1) test set
%

输入对数
训练集

A1) A2) A3) A4)
1000 98.61 98.68 89.62 88.89
4000 98.85 98.39 90.46 89.26
8000 98.85 98.34 90.04 89.46

12000 98.84 98.6 90.41 87.05
16000 98.86 98.42 90.2 88.32
20000 98.7 98.54 90.25 86.24
平均值 98.79 98.5 90.16 88.2
标准差 0.1 0.13 0.31 1.29

4.2.2 鲁鲁鲁棒棒棒性性性分分分析析析(Robustness analysis)
如同文献[15]的分析过程，本节在引入输入噪音

的条件下测试LPMCBR的鲁棒性. 由于对全部故障种
类所对应的数据集进行训练的时间消耗过高,因此选
取故障原因不同但故障类型相同(IDV(1), IDV(2),
IDV(3), IDV(5)),以及故障原因相同但故障类型不
同(IDV(3)与IDV(9))时的5组故障作为典型故障案例,
以此测试LPMCBR方法的性能.首先,每一折实验时
产生一个随机向量(即噪音noise),服从(−1, 1)的均匀

分布;然后,针对LPM模型的每一个输入向量(以s表

示),分别以10个不同的干扰因子(以λi(i = 1, · · · , 10)
表示,从1%变化到10%)加入噪音,此时,输入向量变
为[I+λi× diag(noise)] s,其中I是适当维数的单位矩

阵, diag(·)表示对角矩阵. 在存在输入噪音的条件下,
观察诊断准确率的变化,实验结果如图3所示. 可以看
出, LPMCBR的准确率在存在输入干扰的情况下波动
不大,比较平稳,从而说明算法具有一定的鲁棒性.

图 3 模型的鲁棒性测试

Fig. 3 Robustness testing of model

4.3 对对对比比比实实实验验验(Comparative experiment)
为了进一步验证LPM案例检索方法的有效性,与

BP, KNNCBR及SVM进行了对比实验,对故障IDV(1)–
IDV(20),这些方法的多故障诊断的准确率、故障检测
准确率分别参见表5和表6.

表 5 不同方法的多故障诊断准确率
Table 5 Fault diagnosis accuracy of different

methods
%

数据集名称 BP SVM KNNCBR LPMCBR

A 45.67 84.33 86.67 93.33
B 25 71.13 60.79 80.05
C 20 54.49 54.17 57.84

平均值 30.22 69.98 67.21 77.07

从表 5可以看出, LPMCBR方法在多故障诊断的
准确率方面均高于其他方法. 通过表 6看出, LPM–
CBR虽然对IDV(4), IDV(8)以及IDV(11)等3个故障的
检测准确率不是最高,但从另外的17类故障的准确率
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及统计平均值来看, LPMCBR方法的故障检测准确率
占有较大优势. 综合上述,说明基于LPM的CBR诊断
方法在TE过程的故障诊断中具有较好的综合性能.

表 6 不同方法的故障检测准确率
Table 6 Fault detection accuracy of different

methods
%

故障类别 BP SVM KNNCBR LPMCBR

IDV(1) 53.13 96.25 96.88 99.12
IDV(2) 57.81 96.25 96.56 99.11
IDV(3) 81.25 74.21 45.34 99.11
IDV(4) 66.25 50.63 46.29 49.06
IDV(5) 38.44 47.52 42.85 83.29
IDV(6) 85.67 100 100 100
IDV(7) 50 67.83 57.2 69.69
IDV(8) 50 56.25 87.19 76.93
IDV(9) 63.13 60.42 47.51 91.95
IDV(10) 58.75 48.42 48.75 86.88
IDV(11) 74.06 46.88 49.7 61.4
IDV(12) 58.44 50.94 48.14 63.4
IDV(13) 50.63 71.18 90.31 90.39
IDV(14) 90 59.32 49.38 93.75
IDV(15) 53.13 48.14 44.07 66.43
IDV(16) 50 61.88 50 50.63
IDV(17) 54.06 61.88 62.12 81.99
IDV(18) 50.63 62.5 50.89 77.67
IDV(19) 50.94 44.38 46.57 51.25
IDV(20) 55.31 85.63 88.75 89.19
平均值 59.58 64.53 62.43 79.06

5 结结结论论论(Conclusions)
本文在传统CBR故障诊断模型基础上,利用LPM

形成一种新的案例检索方法,并实现了基于LPM的
CBR故障诊断模型. 通过实验表明本文方法具有一定
的稳定性和鲁棒性,对比实验证明在故障检测与
诊断准确率方面优于其他故障诊断方法. 说明LPMCBR
故障诊断模型具有较好的求解质量,可以提高CBR模
型在检索过程中的学习性能.然而,本研究也有一定
的局限性,比如,从机器学习的角度看,建立一个良好
的LPM模型并不简单. 研究中主要采用离线诊断的方
式,在计算时间上要求不高,但随着数据量的增加,训
练LPM模型的时间会限制它的应用,如何在现有基础
上降低时间复杂度,以更好地适应工业生产过程的故
障诊断,这是以后的研究重点和方向.
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