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摘要: Albus CMAC(cerebella model articulation controller)神经网络是一种模拟人类小脑学习结构的小脑模型关
节控制器,它具有很强的记忆与输出泛化能力,但对于在线学习来说, Albus CMAC仍难满足快速性的要求. 本文在
常规CMAC神经网络的基础上,针对其在学习精度与存储容量之间的矛盾,引入信度分配概念,提出了一种基于信
度分配的并行集成CMAC.它将大规模网络切割为多个子网络分别训练后再组合,大大地提高了计算效率.通过对
复杂非线性函数建模的仿真研究表明,该方案提高了系统建模的泛化能力和算法的收敛速度.文章最后讨论了学习
常数和泛化参数对该神经网络在线学习效果的影响.
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Credit-assignment-based parallel ensemble CMAC and
its applications in modeling
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Abstract: Albus CMAC (cerebella-model-articulation-controller) is a neural network that simulates the structure of
the human cerebella and performs the articulation controller. Although it has a large memory capability and is capable
of output generalization, Albus CMAC is still hard to meet the requirements of rapidity for online learning. To solve the
conflict between the accuracy and memory capability of Albus CMAC, we introduce the concept of credit assignment and
propose the parallel ensemble CMAC based on credit assignment. A large-scale network is separated into several sub-
networks; these sub-networks are trained synchronously, and then are combined. It greatly improves the computational
efficiency. In simulating the model of the complex nonlinear function, results show that the proposed scheme improves the
generalization capability of the system model and raises the convergence rate of the improved arithmetic. Finally, how the
learning parameter and the generalized parameter influence the effect of online learning of this neural network is discussed.
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1 引引引言言言(Introduction)
小脑模型关节控制器CMAC(cerebella model

articulation controller)是由Albus在小脑时空模型
Eccles的基础上于1975年提出的. Albus CMAC神
经网络是一种可以表达复杂非线性函数的表格查

询型自适应神经网络, 它属于局部逼近神经网络,
具有固有的信息分类存储的能力和局部泛化能力,
学习速度快, 网络结构简单, 易于实现[1]. 由于具
有上述的优越性能, CMAC神经网络比一般神经网
络具有更好的非线性逼近能力, 因此CMAC神经网
络在非线性函数逼近、动态系统建模、神经网络

软测量等领域得到了广泛应用. Cheng Wen等人提

出了一种自组织CMAC学习方法, 它是一种无监督
的学习方式, 他们将其应用于心电图分类器上, 取
得了比较好的结果[2]; Huailin Zhao和Masanori Sug-
isaka在CMAC的原理基础上设计了一对机器人关
节控制器, 其中一个将CMAC与PID控制相结合, 研
究表明, 基于CMAC-PID的控制器具有更好的稳定
性[3]; Kuo-Hsiang Cheng提出了一种基于模糊神经系
统的CMAC模型,并将其用于复杂系统建模,取得了
较好的效果[4]. 但是, 常规的CMAC仍需多个周期
才能达到一定的精度[5],也就是说,常规CMAC虽然
收敛速度快, 但对于在线学习来说, 仍难满足其快
速性的要求. 为提高CMAC的学习速度, Shun-Feng
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Su和Ted Tao等人在分析常规CMAC权值调整规则
的基础上,考虑到已学习知识的可信度,提出了一种
基于信度分配的CA-CMAC算法(credit assigned cere-
bella model articulation controller)[6].

神经网络集成(neural network ensemble)最初是
由L. K. Hansen和P. Salamon等人于1990年提出的[7].
其主要思想是为要解决的对象问题训练多个神经网

络,然后将这些神经网络的输出进行结合,形成最终
结论.通过将多个神经网络进行组合,可以在更大范
围内选择样本特征,多种信息相互补偿,从而减少选
择错误预测的机会, 因此它被视为一种非常有效的
神经计算方法.

本文将上述思想引入标准Albus CMAC神经网络
中,提出了一种并行集成CMAC神经网络模型,它将
大规模网络切割为多个子网络分别训练后再组合,
可以有效地降低计算成本,并得到更好的泛化能力.
同时, 网络训练在常规CMAC权值调整规则的基础
上, 考虑已学习知识的可信度, 采用基于信度分配
的CA-CMAC训练规则,以提高CMAC神经网络对于
复杂非线性函数的逼近精度和学习速度.

2 Albus CMAC神神神经经经网网网络络络(Albus CMAC neu-
ral network)
Albus CMAC神经网络是一种模拟人类小脑学习

结构的小脑模型关节控制器, 它具有很强的记忆与
输出泛化能力. 常规CMAC神经网络的结构示意图
如图1所示[8].

图 1 CMAC神经网络结构示意图

Fig. 1 Structure of CMAC neural network

它包括4个基本组成部分: 输入空间S、虚拟联想

存储空间A、物理存储空间W、CMAC神经网络的
输出y. 输入量经过量化后得到离散的输入矢量,每
个输入矢量激活A中的C个单元(C被称为泛化参数,
其大小决定了网络的泛化能力).

CMAC神经网络的学习过程是通过一系列映
射实现的: 输入空间到虚拟联想存储单元的映
射(S − A); 虚拟联想存储单元到物理存储单元
的映射(A − W ); 物理存储单元到输出空间的映
射(W − y). 其中被激活的C个ai的值为1,其余为0.

被激活的ai对应的wi之和就是网络的输出y,即

y =
n∑

i=1

aiwi. (1)

Albus CMAC神经网络的训练过程是通过误差纠
正算法实现的. 其基本思想是根据期望输出值与网
络实际输出值之间的误差最小原则来修正网络的权

向量[8]. 设ŷ为期望输出值, y为网络的实际输出值,
e = ŷ − y为输出误差,则权值修正公式可表示为

wi(n + 1) = wi(n) +
η(ŷ − y)

C
. (2)

其中: η为学习常数, C为泛化参数, wi(n + 1)是
经过第n次迭代后存储在第i个存储单元中的权

值. 当‖e‖ 6 ε(ε为误差要求)时, 停止训练; 反之,
当‖e‖ > ε时, 继续训练, 直到满足要求的误差精度
为止.这里权值的校正方法是将误差平均分配给所
有被激活的存储单元.

3 基基基于于于信信信度度度分分分配配配的的的CMAC神神神经经经网网网络络络(Credit-
assignment-based CMAC, CA-CMAC)
常规CMAC训练算法直接忽略了历史学习信息

对激活存储单元权值调整的影响,把误差的校正值
平均分配给了所有激活的存储单元. 但是事实上,由
于每个存储单元并非具有相同的学习历史,所以这
些存储单元也不应有相同的可信度[8]. 为了提高学
习速度,校正误差必须根据存储单元的可信度进行
分配. 文献[6]提出权值要由该存储单元目前更新的
次数来决定,存储单元学习更新次数越多,其存储的
数值越可靠.因此存储单元的学习次数被看成其可
信度,可信度越高,其权值修正越小,由此式(2)改写
为

wi(n + 1) = wi(n) + η
f−1

i (n)∑
i∈I

f−1
i (n)

(ŷ − y). (3)

其中: fi(n)是第i个存储单元在第n次迭代时的

激活次数, {I |ai = 1, i = 1, 2, · · · , n}为被激活的
存储单元集.

为了验证CA-CMAC与CMAC在函数逼近方面
的有效性和差异性, 选择如式(4)所示的2维非线性
函数进行仿真研究, 自变量从输入空间[−3, 3] ×
[−3, 3]中以间隔0.2取均匀分布的格栅点. 设

置CMAC神经网络的泛化参数C为6, 两种网络训
练算法的学习常数η为0.05, 采用MATLAB 7.0实现
软件编程,分别进行网络训练. CA-CMAC神经网络
和CMAC神经网络迭代50次后的均方误差下降曲线
如图2所示:

z = 0.5(x2 + y2). (4)
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图 2 两种算法逼近2维函数的均方误差下降曲线

Fig. 2 Mean-square error curve of two algorithms

approaching 2-dimension function

从以上仿真研究可以看出,基于信度分配的CA-
CMAC算法较常规CMAC算法的误差下降速度更快,
精度更高. 但是,这两种算法在对高维复杂函数进行
逼近时,能够达到的精度并不一定能满足辨识要求.
因此,保持CA-CMAC算法的快速收敛性并有效地提
高其学习精度是有待解决的问题.

4 并并并行行行集集集成成成CMAC神神神经经经网网网络络络(Parallel ensem-
ble CMAC)
为了提高函数逼近精度, 可以通过提高量化分

辨率的方法, 但会导致内存容量以指数递增, 从而
降低网络的运行速度. 对于一个大规模的问题, 单
一CMAC神经网络需要一个很长的训练过程. 为了
缩短网络学习时间, 采用并行的方法将大规模网络
切割为多个子网络分别训练后再组合,可以有效地
降低计算成本,并得到更好的泛化能力.

并行集成CMAC神经网络采用结构并行的方式,
使用多个低维输入CMAC按某种规律进行组合, 以
构造一个与高维输入CMAC等价的网络模型. 每
个CMAC神经网络分别完成自己的计算任务, 当多
个网络的训练结束时, 并非选择其中的某一个神经
网络, 而是通过组合这几个神经网络的结果实现网
络的线性或非线性集成, 以提高模型的精度和鲁棒
性.

同典型的神经网络集成构造方法一样, 并行集
成CMAC神经网络需要解决两个问题,即:个体生成
方法和结论集成策略.

1) 个体生成方法.

组成集成神经网络的各子网差异越大,集成的效
果越好.为此,可以通过使用不同的训练样本集、不
同的网络结构、不同的网络类型、不同的初始条件

及不同的训练算法等方式来提高网络间的差异.对
于一个大规模的多输入模型, 本文采用逐级分解的

方法, 将一个高维输入CMAC模型分解成多个低维
初级CMAC输入模型, 并将每个低维模型的输出作
为次级模型的输入.

2) 结论集成策略.

按照集成学习的思想,个体网络集合产生后,还
需要寻找一种方法将各个体的输出结果进行组合来

生成较优的最终输出.常用的结论集成方法有投票
法、加权平均法、非线性组合方法等. 总之,根据集
成神经网络使用目标的不同,则相应的结论集成方
法也不尽相同.本文不使用线性合成方法,而是仍采
用一个CMAC神经网络来对多个个体预测结果进行
合成.

5 仿仿仿真真真研研研究究究(Simulation and research)
为了验证该并行集成CMAC神经网络的有效

性, 选择如式(5)所示的3输入非线性函数进行仿真
实验. 各子网采用基于信度分配的训练算法(CA-
CMAC)进行权值修正.

P = (1 + x0.5 + y−1 + z−1.5)2. (5)

将此非线性函数通过式(6)进行分解:



R = x0.5 + y−1,

V = 1 + z−1.5,

P = (R + V )2.

(6)

利用两个CMAC神经网络分别对R, V进行并行

网络训练, 然后, 各个子网的输出结果再通过一
个CMAC神经网络进行非线性集成, 以得到并行
网络的最终结果, 实现x, y, z,→ P的学习, 结构如
图3所示.

图 3 3输入并行CA-CMAC结构图

Fig. 3 Three-input parallel CA-CMAC neural network

从输入空间[1, 6] × [1, 6] × [1, 6]中以间隔0.5均
匀采样, 输入数据根据归一化方法进行预处理. 设
置各子网的泛化参数C为5, 选择学习常数η为0.02.
采用MATLAB 7.0实现软件编程, 进行网络训练.
并行集成CA-CMAC神经网络(parallel ensemble CA-
CMAC neural network, 简称为P-CA-CMAC)、CA-
CMAC神经网络和CMAC神经网络迭代50次后的均
方误差下降曲线及均方误差列表分别如图4和表1
所示.
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图 4 3种算法逼近3维函数的均方误差下降曲线
Fig. 4 Mean-square error curve of three algorithms

approaching 3-dimension function

表 1 3种算法逼近3维函数的均方误差
Table 1 Mean-square error of three algorithms

approaching 3-dimension function

均方误差
迭代次数

P-CA-CMAC CA-CMAC CMAC

1 0.18531 0.22108 0.20318
3 0.072357 0.13538 0.11137
5 0.046532 0.10569 0.089971
7 0.035854 0.091133 0.083529
10 0.027211 0.079166 0.081091
20 0.016841 0.059393 0.078718
30 0.015033 0.047034 0.074233
50 0.01579 0.03157 0.065508

结果可知, 3种算法经过一定次数的迭代后,都能
够达到一定的学习精度, 然后加以保持. 由图表可
以清楚地看到, CA-CMAC训练算法较常规CMAC算
法具有明显的收敛速度快的优势. 而P-CA-CMAC训
练算法相对CA-CMAC训练算法具有明显更快的收
敛速度,在经过相对较少的迭代次数后便达到了更
高的学习精度.这充分显示了P-CA-CMAC算法在函
数逼近中的可行性和有效性. 可见, 对于高维复杂
函数, P-CA-CMAC算法能够更加有效地完成网络学
习.

为了研究学习常数η和泛化参数C对P-CA-
CMAC的在线学习效果的影响, 以上面式(5)所示
的非线性函数为例,采用3输入并行CA-CMAC结构,
从输入空间[1, 6]× [1, 6]× [1, 6]中以间隔0.5均匀采
样,采用MATLAB7.0实现软件编程,进行网络训练.

设置泛化参数C为5, 则对于不同的学习常数η,
P-CA-CMAC神经网络迭代50次后的均方误差下降
曲线如图5所示.

图 5 不同η的P-CA-CMAC逼近3维函数的
均方误差下降曲线

Fig. 5 Mean-square error curve of P-CA-CMAC with

different η approaching 3-dimension function

设置学习常数η为0.02, 则对于不同的泛化参
数C, P-CA-CMAC神经网络迭代50次后的均方误差
下降曲线如图6所示.

图 6 不同C的P-CA-CMAC逼近3维函数的
均方误差下降曲线

Fig. 6 Mean-square error curve of P-CA-CMAC with

different C approaching 3-dimension function

从图5可以看出,在网络学习的初始阶段(前10个
周期), 不同的学习常数η使均方误差下降的速度

和精度有很大差别: 在η = 0.02时, P-CA-CMAC网
络的收敛速度较慢; 随着η的增加, 收敛速度变快,
在η = 0.5时收敛速度达到最快; η值继续增大,网络
学习精度变差. 这是因为在网络的最初阶段, 输出
误差e = ŷ − y较大,随着学习常数η的增大,权值调
整的量也随之增大;当权值调整量超过一定范围后,
会导致误差振荡,从而影响网络的学习精度.在网络
学习的后续阶段(10个周期后), 对于不同的η值, 网
络的均方误差都将趋于一个稳定值.从图上可以看
出η在区间[0.02, 0.5]时,网络的学习效果较好.

从图6可以看出,网络的泛化参数C不同,网络的
收敛速度和学习精度也不相同.这是因为在保持网
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络结构参数不变的情况下, 当泛化参数C逐渐增大

时, 在网络学习中权值更新的次数也会不同, 这种
更新次数的不同使得那些更新次数多的权值对网络

输出的影响大于更新次数少的权值,从而产生泛化
误差,使学习精度下降. 从图上可以看出,当泛化参
数C取3∼6时, 网络的学习速度和精度比较好,其中
当C = 5时,收敛速度最快,当C = 4时,学习精度最
高.

对于逼近高维复杂函数, P-CA-CMAC算法最初
几个周期的学习速度和最终的学习精度极为重要.
因此,选取适当的学习常数η和泛化参数C对提高P-
CA-CMAC神经网络的性能具有一定的意义.

6 结结结论论论(Conclusions)
Albus CMAC神经网络是一种模拟人类小脑学

习结构的小脑模型关节控制器, 它具有很强的记忆
与输出泛化能力. 而基于信度分配的CA-CMAC算
法较常规CMAC算法的误差下降速度更快, 精度更
高. 本文在标准Albus CMAC神经网络的基础上, 针
对其在学习精度与储存容量之间的矛盾, 提出了基
于信度分配的并行集成CMAC神经网络. 仿真结果
证明, 基于信度分配的并行集成CMAC神经网络在
保持CA-CMAC神经网络快速性的基础上, 有效地
提高了网络的学习精度.该方法在一定意义上解决
了Albus CMAC在学习精度与存贮容量之间的矛盾,
使其在系统建模、软测量等领域具有实际应用价值.
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